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Resumo

As aplica�c~oesde redesneuronaisarti�ciais �a qu��mica conheceramnos �ultimos anosum
aumento surpreendente sendonos dias de hoje utilizadas na resolu�c~ao dos mais diversos
problemas.Com o intuito de estudarasredesneuronaise assuasaplica�c~oes�a qu��mica este
trabalho tem tr êsobjectivos.

O primeiro consiste numa introdu�c~ao �as redes neuronais arti�ciais come�cando por
estudar-seo neur�onio e as estruturas que o constituem e, partindo da��, estudar as re-
des neuronaisarti�ciais no que respeita �a forma como elas se organizam e processama
informa�c~ao. Relacionadocom estetema faz-sea descri�c~ao pormenorizadado algoritmo de
aprendizagemde Retro-Propaga�c~aoqueseutiliza na resolu�c~ao do problemada previs~ao da
reactividadede liga�c~oesqu��micas.

O segundoobjectivo consistenuma pesquisadasaplica�c~oesde redesneuronaisem qu��-
mica. Constata-sea exist̂encia de aplica�c~oesnas mais diversas�areascomo por exemplo,
qu��mica orgânica, qu��mica inorgânica, qu��mica anal��tica e qu��mica-f��sica. Ap�os um breve
resumo, em que se mostra alguns exemplosdas mais variadas aplica�c~oesem cada �area,
incide-sea aten�c~ao, em particular, na aplica�c~ao de redesneuronaisarti�ciais �a espectro-
metria de massa. Nos v�arios exemplosdados�ca patente a potencialidadedas redesem
resolver problemasrelacionadoscoma espectrometria de massaquev~ao desdea correla�c~ao
espectro de massa-estruturamoleculare vice-versa,classi�ca�c~ao de amostrasentre outras.

O terceiro objectivo deste trabalho consistena implementa�c~ao de uma rede neuronal
com arquitectura 7� 3� 1 (uma camadade input, uma camadaoculta e uma camadade
output), treinada com o algoritmo de Retro-Propaga�c~ao. Esta rede teve como objectivo
prever a reactividade de liga�c~oesqu��micas. A resolu�c~ao de tal problema utilizando redes
neuronaisarti�ciais �e t~ao importante para a qu��mica orgânicacomopara a espectrometria
demassa,visto queo conhecimento da probabilidadequeuma dadaliga�c~aonuma mol�ecula
tem de sequebrar de uma forma heterol��tica permite simpli�car o estudodosmecanismos
de fragmenta�c~ao em espectrometria de massa. Para a resolu�c~ao deste problema foram
dadoscomo valoresde input sete parâmetros f��sico-qu��micos cujos valoresse relacionam
com a reactividade de uma liga�c~ao. O conjunto de treino da rede (conjunto de liga�c~oes
qu��micas) foi escolhidode duas formas (escolhaaleat�oria e escolhacom baseno desenho
da experîencia) a partir de um conjunto de 10 mol�eculas. Ap�os o treino da rede esta foi
testadacomum conjunto de182liga�c~oescominforma�c~aosobrea suareactividaderetiradas
da bibliogra�a [1{4].

Comparandoos resultadosdestetrabalho com os obtidos por Simon, Zupan e Gastei-
ger [1], para a resolu�c~ao do mesmoproblema, conclui-seque para ambos os m�etodos de
escolhado conjunto treino foi utilizado um n�umero inferior de liga�c~oespara treinar a rede.
Respectivamente 53 (escolhaaleat�oria) e 48 (escolhabaseadano desenhoda experîencia)
liga�c~oescontra 64 liga�c~oesutilizadas pelosreferidosautorespara ambos os estudos.Ape-
sar de tal facto, quando seprocedeuao teste da rede, o n�umero de respostaserradasem
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termos percentuais foi inferior em ambos os casos. Para o teste da rede treinada com o
conjunto escolhidode forma aleat�oria obteve-seuma percentagem de 3,3%de liga�c~oesmal
classi�cadas,contra 8.35%da referida bibliogra�a, havendo assimuma melhoria de cerca
de 5%. Por outro lado, para o teste da rede, treinada com o conjunto escolhidocom base
no desenhoda experîenciaa percentagem de liga�c~oesmal classi�cadasfoi de 2.7%contra
4% da bibliogra�a [1], havendo assimuma melhoria de cercade 1%. �E de salientar que
as redesforam testadascom 182 liga�c~oes,um n�umero signi�cativ amente maior que o da
bibliogra�a: 85 liga�c~oes[1].
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Nota�c~ao, Con ven�c~oes e Abreviaturas

A literatura sobreredesneuronaisutiliza v�ariasnota�c~oeso que,por vezes,podeprovocar
alguma confus~ao. A nota�c~ao utilizada neste trabalho �e a mesma que �e adoptada por
Gasteigere Zupan no seu livro sobre redesneuronaisem qu��mica [4]. Trata-se de uma
nomenclaturaal�em de consistente bastante usadana literatura sobreestetema.

? Designa�c~ao de valoresescalares: letras min�usculasem it�alico:

a

A �unica excep�c~ao �e Net que come�ca com uma letra mai�uscula.

? Designa�c~ao de vectores e matrizes: letras mai�usculasem it�alico e a negrito:

A

? Os valoresindividuais de um vector de input (X ), de dimens~ao m, s~ao dadospela
letra min�usculax, com��ndice i :

xi (i = 1, 2,......,m)

? Osvaloresindividuais deum vector deoutput (Out ou Y ), dedimens~aon, s~aodados
pela letra min�usculay, ou out, com��ndice j :

outj ou yj (j = 1,2,......,n)

? A matr iz pesode uma camadade neur�onios (W ) tem valoresindividuais wj i , em
que o primeiro ��ndice refere-seao neur�onio que est�a a ser consideradoe o segundo
��ndice espec���ca a unidadede input (o neur�onio precedente que transmite o sinal):

wj i

? Quandoasmatrizesdediferentesn��veiss~aocomparadasumascomasoutras, a matriz
pesodo n��vel l (W l) tem os��ndicesi e j . Enquanto quea do n��vel seguinte (W l+1 )
tem os��ndicesj e k:

wj k

? Seexistir mais queum objecto de input, estess~ao identi�cados por um��ndices, tendo
um valor m�aximo p. Assimo objecto de input �e identi�cado por X s eascomponentes
individuais por xsi .
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? Numa rede com v�arias camadas, estass~ao identi�cadas pela letra l em expoente.
Assim o vector de output de uma camadal �e Out l e os seusvaloresindividuais s~ao
out l

j .

? As itera�c~oes que ocorrem ao longo de uma rede neuronal s~ao caracterizadaspor
um expoente t entre par̂entesis. Assim a matriz pesoinicial �e W (0) , que muda na
itera�c~ao seguinte para W (1) . As itera�c~oessucessivas s~ao indicadaspelosexpoentes
\ old" e\ new":

W (old) , W (new)

? A arquitectura da redevem geralmente expressada seguinte forma:

7 � 3 � 1

O exemplo dado diz respeito a uma rede neuronal com uma arquitectura com sete
unidadesde input, tr êsneur�oniosna camadaoculta e um neur�onio na camadade output.
De uma forma geral o n�umero da esquerdadiz respeito ao n�umero de unidadesde input,
o n�umero da direita diz respeito ao n�umero de neur�oniosde output e osoutros ao n�umero
de neur�oniosdascamadasocultas.

Abreviaturas

? sf (\sigmoidal function") - Fun�c~ao Sigm�oide

? hl (\har d-limiter" ) - Fun�c~ao Limite R��gido

? tl (\thr esholdlogic") - Fun�c~ao Limiar L�ogico

? GC-MS - \ Gas Cromatography - MassSpectrometry"

? Py-MS - \Curie Point Pyrolysis MassSpectrometry"

? MALDI-TOF-MS -\Matrix-Assisted LaserDesorption/Ionisation Time-Of-Flight Mass
Spectrometry"

? CN (\cetanenumber") - N�umero de Cetanos

? NMR (\Nuclear Magnetic Ressonance") - Ressonância Magn�etica Nuclear

? IR-MS - \Infr a Red - MassSpectrometry"

? PETRA (\Par ameter Estimation for the Treatment of Reactivity Applications") -
C�alculo de Parâmetrospara o Tratamento de Aplica�c~oesde Reactividade

? PEOE (\Partial Equalization of Orbital Electronegativity") - Equaliza�c~ao Parcial da
ElectronegatividadeOrbital
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? � qtot - Diferen�ca de cargatotal

? � q� - Diferen�ca de carga�

? � � � - Diferen�ca de electronegatividade�

? Q� - Polaridade

? R� - Estabiliza�c~ao por ressonância dascargasgeradaspor heter�olise

? BDE - Energia de Dissocia�c~ao da Liga�c~ao

? � b - Polarizabilidade

? LoRA (\L ogistic RegressionAnalysis") - An�alisepor Regress~ao Log��stica

? BPE (\Back-Propagationof Errors") ou BP (\Back-Propagation") - Retro-Propaga�c~ao
de Erros

? KL (\Kohonen Learning") - Aprendizagemde Kohonen

? CP (\Counter-Pr opagation") - Contra-Propaga�c~ao

? GA (\Genetic Algorithm") - Algoritmos Gen�eticos

? QSAR (\Quantitative Struture-Activity Relatioships") - Rela�c~ao Quantitativ a Estru-
tura Actividade

? MLRA (\Multi-Line ar RegressionAnalysis") - An�alisepor Regress~ao Multilinear

? IP (\Ionization Potential") - Potencial de Ioniza�c~ao

? EA (\Electronic A�nity" ) - A�nidade Electr�onica

? PEPE (\Partial Equalization of � Electronegativity") - Equaliza�c~ao Parcial da Elec-
tronegatividade �

? RMS (\R oot Mean Square") - DesvioQuadr�atico M�edio

? e. u. (\electron units")
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3.2.4 Aplica�c~ao �a Ressonância Magn�etica Nuclear . . . . . . . . . . . . . 33

4 Reactividade Qu��mica 35
4.1 Introdu�c~ao ao problema . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
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Cap��tulo 1

In tro du�c~ao �as Redes Neuronais
Arti�ciais

Come�ca por apresentar-se, num contexto hist�orico, a problem�atica das redesneuronais
arti�ciais sublinhandoa suaevolu�c~aono querespeita �asaplica�c~oesemqu��mica. De seguida,
explica-seo que �e uma redeneuronal, qual o seuprincipal objectivo e capacidades,o que
fazer para resolver um dado problemae quaisas suasaplica�c~oes.

Apresenta-se, ent~ao, o modelo do neur�onio, fazendoa analogiaentre o neur�onio biol�o-
gico e o neur�onio arti�cial. Assim, procede-sea um estudodas componentes do neur�onio
arti�cial (pesose fun�c~oesde transfer̂encia) fazendoigualmente refer̂encia �a vantagem da
introdu�c~ao de um parâmetro extra designadobias. Nestaparte, ser�a esclarecidocomoum
neur�onio recebe um dado sinal e o processagerandouma resposta. Ap�os o estudo das
componentes do neur�onio explica-seo modo como os neur�onios se agrupam em rede e,
quando agrupadoscomo os sinais de input s~ao processadospor esta at�e gerar o sinal de
output. Para melhor compreendertodos estesfen�omenos,�e necess�ario de�nir, tamb�em, a
arquitectura da rede. Ao longo destetrabalho o termo \redes neuronais"refere-sesempre
a \redes neuronaisarti�ciais" .

1.1 Brev e Perspectiv a Hist�orica

As redesneuronaistiveram a suaorigeme desenvolvimento, num processolongo e contur-
bado, h�a mais de 60 anos,apesarde actualmente ser cada vez maior a sua aplica�c~ao nas
mais diversas�areas.

A hist�oria dasredesneuronaiscome�ca como modelodo neur�onio biol�ogicoapresentado
por McCulloch e Pitts, em1943[5{9]. Estemodelodescreve o neur�onio comouma unidade
de computa�c~ao linear que pode receber v�arios sinais originando uma �unica resposta. A
resposta geradapor esta estrutura pode ter o valor 0, se a \c �elula nervosa" permanecer
inactiva, ou 1, sea\c �elula disparar". A \c �elula" permaneceinactiva seo valor resultante do
processamento dos sinaisn~ao ultrapassarum certo valor limiar estabelecidopreviamente.
Este modelo deixa em aberto a quest~ao de comoserealiza a aprendizagem.Tal, foi abor-
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dadopor Hebb[6,7,10],em1949,coma publica�c~aodo livro \The Organizationof Behavior"
onde �e apresentada, pela primeira vez, uma regra de aprendizagempara as modi�ca�c~oes
das for�cas sin�apticas. Segundoa regra de Hebb a for�ca sin�aptica de um neur�onio varia
proporcionalmente com a actividade na parte anterior e posterior da sinapse.

O aparecimento do computadorabriu a possibilidadede resolu�c~ao de v�arios problemas
por novos m�etodos surgindo, ent~ao, o termo \in teligênciaarti�cial" . Rochesteret al [6,7],
em 1956,�zeram a primeira tentativ a de testar a teoria neuronalbaseadano postuladode
aprendizagemde Hebb. Esta, �e consideradaa primeira simula�c~ao computacionalde redes
neuronaisarti�ciais marcandoo aparecimento o�cial da inteligênciaarti�cial.

Em 1959,Rosenblatt [6,7,10] realizouuma importante investiga�c~ao desenvolvendouma
estrutura que designoude perceptr~ao. Esta estrutura corresponde,essencialmente, a uma
redeneuronal de uma camadaque produz um output escalar1 ou -1. Contudo, o tip o de
problemasque estasestruturas podiam resolver eram muito restritos visto que s�o conse-
guiam resolver problemasque fossem,naturalmente, linearmente separ�aveis. A condi�c~ao
XOR [10,11] (XOR(x, y) �e verdadeiraseapenasuma e s�o uma das vari�aveis, x ou y, for
verdadeira)�e um exemplode um problemasimplesque n~ao tem classeslinearmente sepa-
r�aveis. Comouma dasaplica�c~oes�a qu��mica tem-seo exemplodadopor Cartwright [11]que
constitui uma variante do XOR. Essaaplica�c~ao tem como objectivo veri�car a presen�ca
dos poluentes etilamina e �oxido nitroso em amostrasgasosaspor espectroscopiade infra-
vermelho. Uma forma de automatizar o problema�e utilizar um perceptr~ao para aprender
a interpretar osespectrosavisandoo analista quandoum poluente for encontrado. No en-
tanto, estefalha a classi�ca�c~ao emcertassitua�c~oes.Osespectrosdospoluentesapresentam
absorvância signi�cativ a a 1300cm-1num casoe a 800 cm-1 no outro. Durante o treino,
o perceptr~ao \aprende" que a presen�ca destasbandas implica a presen�ca dos poluentes,
contudo, �e incapazde\aprender" que a presen�ca de ambas as bandassigni�ca a auŝencia
dos poluentes. O Fr�eon 22, por exemplo, apresenta ambas as bandas, logo, para o per-
ceptr~ao, uma amostraque o contenha est�a contaminada com um dospoluente. Este �e um
problema linearmente insepar�avel, assim,como grande parte dos problemasem qu��mica.
Tendoem conta a baixa e�c�acia dos modelosdessa�epoca, n~ao �e de admirar a diminui�c~ao
do entusiasmoinicial no desenvolvimento de m�etodosde inteligênciaarti�cial nosanos60.

Em 1969,Minsky ePapert [6{8] publicaram um livro ondecriticam osmodelosde redes
neuronaisda �epoca. As suascr��ticas s~ao baseadasna an�alisematem�atica dascapacidades
e limita�c~oesdos perceptr~oesmostrando essencialmente o que as fun�c~oesl�ogicasda altura
podiam ou n~ao realizar. Al�em disso,estesautoresespecularam,tamb�em, que o desenvol-
vimento da arquitectura das redes,com um aumento do n�umero de camadas,n~ao traria
vantagens em termos de melhoria de resultados. Como conseqûencia desta e de outras
cr��ticas e, face aosresultadosapresentados na altura, a pesquisaem redesneuronaisn~ao
sofreugrandesavan�cosna d�ecadaseguinte, exceptuandoalgumasinvestiga�c~oesconduzidas
por investigadorescomoKohonen(1972), Anderson(1972) e outros [5{7].

�E, no entanto, em 1971que �e publicada uma das primeiras aplica�c~oesde inteligência
arti�cial �a qu��mica. Jurs e Isenhour [12], implementam uma m�aquina de aprendizagem
linear para prever as f�ormulas molecularesde compostosa partir do seuespectro de massa
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utilizando uma �arvore de decis~ao com 26 decis~oesbin�arias. Contudo apesarde resultados
satisfat�orios as limita�c~oesdesta estrutura vêm uma vez mais ao de cima. Os dadost êm
de ser linearmente separ�aveis para aprendizagemser poss��vel. Ent~ao como resolver este
problemae tornar estesm�etodoscapazesde resolver problemaslinearmente insepar�aveis?

Foi Hop�eld [5{8, 11], em 1982,que deu um contributo decisivo demonstrandoque os
modelosde redesneuronaisde neur�oniosbin�arios correspondem, formalmente, a sistemas
despin e podemsermanipuladospelosm�etodosj�a desenvolvidos para o tratamento destes.
Al�em destaimportante inova�c~ao, Hop�eld �e, igualmente, o respons�avel pela introdu�c~ao de
fun�c~oestransfer̂encia n~ao-linearesdando, assim,um car�acter n~ao linear a cada neur�onio.
Esta n~aolinearidadeveio trazer uma nova 
exibilidade �asredesquen~aoexistia nosmodelos
antigos. O modelo desenvolvido passoua chamar-seredede Hop�eld.

Faltava, ent~ao, desenvolver um algoritmo de aprendizagemque permitisseo ajuste dos
pesosnuma rede com v�arias camadas. O algoritmo foi desenvolvido independentemente,
por Parker (1985) e por Rumelhart, Hinton e Williams (1986) vindo-sea constatar mais
tarde que este tinha sido descrito muito mais cedopor Werbos, na sua tesede doutora-
mento na Universidadede Harvard, emAgostode 1974.O algoritmo �cou conhecidocomo
Retro-Propaga�c~ao, [4{6,9] devidoao facto dospesosseremajustadosda camadade output
at�e �a primeira camada,camadaa camada, tornando-seem pouco tempo o algoritmo de
aprendizagemmais utilizado e popular no treino de redesneuronais.

Apesar do sucessono desenvolvimento destesmodelos, deve �car bem claro que se
est�a, ainda, bem longe de um entendimento do mecanismodo funcionamento do c�erebro.
As capacidadesdas redesneuronaisarti�ciais s~ao, ainda, bastante rudimentares quando
comparadascom as redesbiol�ogicasque tentam simular. Contudo, mesmoestesmodelos
rudimentares trouxeram novasformasde processamento de informa�c~ao e de tratamento de
dados. As possibilidadesde aplica�c~oesque as redesnos trazem, especialmente na �areada
qu��mica, s~ao enormese motivantes.

O n�umero de aplica�c~oesde redesneuronaisem qu��mica foi bastante reduzido nas pri-
meiras d�ecadasde exist̂encia das redes. Contudo, ap�os o aparecimento do algoritmo de
Retro-Propaga�c~ao o n�umero de aplica�c~oes,nasmais diversas�arease para osmais diversos
problemas,cresceurapidamente. O n�umerodepublica�c~oesdeaplica�c~oesderedesneuronais
em qu��mica foi de 3 em 1988,5 em 1989,30 em 1990e uma centena de publica�c~oes(105)
em 1991. Em 1997foi atingido o n�umero de 927publica�c~oes[4,5,9].

1.2 O que �e e qual a utilidade de uma Rede Neuronal
Arti�cial?

\The next best thing to knowingsomethingis knowingwhere to �nd it"

Samuel Johnson

A disponibilidade de informa�c~ao �e cada vez mais importante no mundo actual. No
entanto, o aumento desenfreadode informa�c~ao ao dispor do Homem torna dif��cil obter
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dadosadequados�a resolu�c~ao de um problema. Assim torna-seessenciala an�alisede dados
dispon��veis para a extrac�c~ao da informa�c~ao desejada.

A an�alise de dados�e efectuadoh�a muitos anos fazendouso de m�etodos estat��sticos,
entre outros, percebendo-seh�a muito que o c�erebrohumano o faz de uma forma bastante
diferente. A aquisi�c~ao de conhecimento pelo c�erebron~ao �e efectuadopor m�etodosestat��s-
ticos, por isso,na tentativ a de simular a aquisi�c~ao biol�ogicade conhecimento, procurou-se
desenvolver modelose algoritmos matem�aticos que sedesignarampor redesneuronaisar-
ti�ciais.

O c�erebro humano possui um poder de processamento fenomenal,fazendo-ode uma
forma totalmente diferente dos computadoresconvencionais. Estes trabalham passoa
passo,de uma forma sequencial. Contrariamente, o c�erebro opera em paralelo, ou seja,
a informa�c~ao �e canalizadasimultaneamente por v�arias unidadesde processamento. Tal
pode serdemonstradopelo paradoxo dos100passos.Sabe-se,a partir da neuro-�siologia,
que uma c�elula nervosa, ou neur�onio demora cerca de um milisegundo a reagir e que
o c�erebro humano �e capaz de desempenhar processosinteligentes, como reconhecerum
amigo,em cercade um d�ecimode segundo,ou seja,conseguedesempenhar tarefasdif��ceis
envolvendo cerca 100 reac�c~oes neuronais. Se este n�umero fosseinterpretado como 100
passossequenciaisdoscomputadoresconvencionaisent~aoseriaclaramente insu�ciente para
resolver problemascomplexos.

As redesneuronaisaprendempor treino e experîencia,comoossereshumanos,segundo
certas regras pr�e-determinadas. �E de salientar, contudo, a di�culdade de reproduzir o
comportamento do c�erebrovisto queo conhecimento sobreosprocessoscerebraiss~ao ainda
t~ao incompletosquen~ao �e poss��vel explicar, por exemplo,algo t~ao simplescomoguardar e
usar a simplesinforma�c~ao de qual o dia da semanaem que seest�a.

A de�ni�c~ao de rede neuronal arti�cial dada por Haykin [6], vista da perspectiva das
redesneuronaiscomom�aquinasadaptativas, �e a seguinte:

\Uma rede neuronal �e um sistemade processamentomassivamenteparalelo constitu��do
por unidadesde processamentosimples, que têm uma propens~ao natural para armazenar
conhecimento experimental e torn�a-lo dispon��vel para uso. Assemelha-seao c�erebro em
dois aspectos:

1. O conhecimento �e adquirido pela rede, a partir do exterior, por um processode
aprendizagem.

2. As for�cas de conex~ao entre neur�onios, conhecidascomo pesos(pesossin�apticos), s~ao
usadaspara armazenaro conhecimento adquirido."

Nesta faseinicial, para melhor compreens~ao considerar-se-�a a redeneuronalcomouma
\caixa negra"que pode aceitar uma s�erie de sinaisde input e produzir a partir destesum
ou mais sinaisde output.

Os sinais de input e de output podem ser por exemploa quantidade de um produto
em stock e a recomenda�c~ao para a suacompraou vendaou, ent~ao, fazendouma aplica�c~ao
�a qu��mica, a partir de um espectro de um composto (sinais de input) fazer a previs~ao
da sua estrutura (sinal de output). Uma das vantagens das redesneuronais reside no
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facto do mesmoalgoritmo de aprendizagempoder serusadopara resolver v�ariosproblemas
diferentes. Grande parte dos utilizadores de redesneuronaisn~ao tem um conhecimento
profundodo queacontecerealmente dentro da\caixa negra\, contudo, tal n~ao�e impeditivo
da resolu�c~ao com sucessodosseusproblemas.

Basicamente, numa rede neuronal os inputs passamao longo de liga�c~oese s~ao distri-
bu��dos, transformadose eventualmente reunidos para gerar outputs. As transforma�c~oes
que ocorrem nos dadoss~ao feitas nas unidadesb�asicasdesignadasde neur�onios arti�ciais
ou simplesmente neur�onios. Como o pr�oprio nomeindica as redesneuronaiss~ao formadas
por neur�onios ligadosentre si, formando redes.

Os valoresde input e de output podem ser n�umerosreais, de prefer̂enciano intervalo
compreendidoentre 0 e 1, ou -1 e 1. Seestiveremfora destesintervalososvaloresde input
devem ser renormalizadosat�e seencontrarem nos intervaloscitados. O n�umero de valores
de output �e, geralmente, menor que o n�umero de valores de input. Os problemasque
podem ser resolvidospelasredesneuronaiss~ao muito variadosdividindo-se em 4 grandes
grupos:

Auto-Asso cia�c~ao e Hetero-Asso cia�c~ao: Na auto-associa�c~ao a rede�e capazde re-
construir um padr~ao correcto seesteestiver incompleto ou corrompido. Seo sistemafor
capazde fazer uma auto-associa�c~ao ent~ao �e capazde produzir no output, por exemplo,a
imagemperfeita de uma letra mesmoque estaestejaincompleta ou corrompida.

Na hetero-associa�c~aoa rededesempenhatarefasassociativas,ondeum objecto tem uma
rela�c~ao em particular com outro objecto.

Classi�ca� c~ao: Um objecto, caracterizadopor um conjunto de propriedades,�e clas-
si�cado numa dada categoria. A vantagem das redes�e que apenasuma pequenapor�c~ao
de objectos �e usada no treino e, depois deste, a rede �e capaz de prever a classede um
objecto desconhecido.�E de salientar, ainda, que a classi�ca�c~ao pode ser realizadacom ou
semsupervis~ao. Na aprendizagemcom supervis~ao o sistema�e for�cado a atribuir a cada
objecto uma classeenquanto quena aprendizagemsemsupervis~ao asclassess~ao formadas
naturalmente semnenhuma informa�c~ao dada �a priori.

Transforma� c~ao ou map eamento: Informa�c~aocomplexa�e transformadanuma repre-
senta�c~ao simples(projec�c~ao num plano, por exemplo),sendopreservada toda a informa�c~ao
inicial.

Mo dela�c~ao: Uma dasaplica�c~oesmatem�aticas mais usadasem cîencia�e a procura de
uma fun�c~ao anal��tica, ou um modelo,quepermita obter o output espec���co para quaisquer
valoresde input. Uma dasvantagensdasredesneuronais�e n~aonecessitardo conhecimento
da fun�c~ao matem�atica. A n~ao linearidade de uma transforma�c~ao unit�aria e um n�umero
su�cientemente grande de parâmetros vari�aveis (pesos)�e su�ciente para a adapta�c~ao da
redeneuronala qualquer rela�c~ao entre ossinaisde input e osde output.

1.3 O Mo delo do Neur�onio

As redesneuronaiss~ao formadaspor sub-elementos, os neur�onios. Estess~ao as unidades
de processamento de informa�c~ao fundamentais para o funcionamento dasredesneuronais.
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Figura 1.1: Neur�onio biol�ogico. O n�umero de dendrites�e muito maior na realidade.[13]

Os neur�onios, que no seu conjunto formam a rede, tentam \simular" as c�elulas nervosas
biol�ogicas. �E, assim,conveniente realizaruma breve descri�c~ao do neur�onio biol�ogicoea sua
liga�c~ao com outros neur�oniosfazendoo paralelismoentre o neur�onio arti�cial e aqueles.

O sistema nervoso humano �e constitu��do por cerca de 1010 neur�onios existindo pelo
menos5 tip os diferentes destasc�elulas. Um neur�onio t��pico �e constitu��do pelo corpo de
c�elula e um n�ucleo (soma). O corpo de c�elula tem dois tip os de extens~oes: as dendrites e
os ax�onioscomo�e vis��vel na �gura 1.1.

As dendritesrecebemossinaise enviam-nospara o soma.A�� ossinaiss~aoacumuladose
quandoum certo valor limite �e ultrapassadoo neur�onio\dispara" e uma excita�c~ao el�ectrica
�e transmitida ao longo do ax�onio. �A parte �nal de cada ax�onio, em contacto com as
dendritesdo neur�onio vizinho, d�a-seo nomede sinapse.Osneur�oniosest~ao ligadosunsaos
outros atrav�esdestassinapses.As sinapsest êm, ainda, outra fun�c~ao que�e constituir uma
barreira quealtera a intensidadedo sinal durante a suatransmiss~ao. O grau de altera�c~ao �e
determinadopela for�casin�aptica. Um sinal de input de intensidadesi tem uma intensidade
pi ap�osatravessara sinapsei de for�ca wi . A for�ca sin�aptica pode mudar mesmoentre dois
impulsos. A adapta�c~ao das for�cassin�apticas a um problemaem particular �e a esŝenciada
aprendizagem.

Cada neur�onio tem um grande n�umero de dendrites e, por isso, recebe muitos sinais
em simult âneo. Todos essessinais combinam-senum sinal colectivo (Net). Embora n~ao
sesaiba,exactamente, comoestesinal colectivo tem origem a partir dossinais individuais
para as redesneuronaisconsidera-seque o valor Net �e uma fun�c~ao de todos os sinaisque
chegamao neur�onio dentro de um certo intervalo de tempo e de todasas for�cassin�apticas
correspondentes sendogeralmente de�nida comoa somados produtos dos sinaisde input
xi (i=1,...,m ) e as for�cassin�apticas (pesos)wi (i=1,...,m ) comomostra a express~ao 1.1.

N et = w1x1 + ::: + wi x i + ::: + wmxm = WX (1.1)
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Figura 1.2: Primeira parte do modelo do neur�onio. [4]

A �gura 1.2mostra o modelodo neur�onio desenvolvido at�e esteponto. O sinal Net n~ao
�e ainda o sinal que �e transmitido porque o seu valor pode ser muito grande e em certos
casospodemesmosernegativo. Um neur�onio podedispararou n~aomasqual �eo signi�cado
de um valor negativo?

Ent~ao,ap�oso c�alculo do valor Net do neur�onio �eaplicadosobreesteuma transforma�c~ao
n~ao linear (express~ao 1.2) chamadafun�c~ao transfer̂encia.

out = f (N et) (1.2)

O sinal de output �nal do neur�onio deve ser positivo, continuo e estar con�nado a um
intervalo espec���co. Apesar de existirem muitas fun�c~oesque satisfa�cam estascondi�c~oes
apenassedescrevem os tr êstip osmais importantes.

Limite R��gido: A fun�c~ao limite r��gido, hl, s�o pode ter dois valores,0 ou 1. O valor de
output destafun�c~ao dependedo valor limiar, #, sendoestevalor que decideseo neur�onio
dispara ou n~ao. Seo valor Net for maior ou igual a # o output ser�a 1 de outro modo ser�a
0. A express~ao da fun�c~ao limite r��gido, hl �e a seguinte (1.3):

out = hl(N et;#) =

(
1 se N et � #
0 se N et < #

(1.3)

Para muitas aplica�c~oes�e conveniente que o output seja dado como +1 e -1. Nesses
casosa fun�c~ao �e alterada passandoa designar-sefun�c~ao limite r��gido bipolar (1.4):

out = hl(N et;#) =

(
1 se N et � #

� 1 se N et < #
(1.4)
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Figura 1.3: Compara�c~ao entre a fun�c~ao transfer̂encia limiar l�ogico e a sigm�oide com os
mesmosparâmetros(� =0.1 e #=0.5). De notar queno casoda tl o intervalo de troca tem
inicio a Net= # enquanto no mesmoponto a sf tem o seuponto de in
ex~ao. [4]

Limiar L�ogico: A fun�c~ao limiar l�ogico,tl �e similar �a anterior mastem um intervalo de
troca que faz com queo output sejaproporcional ao valor Net. A extens~ao desteintervalo
�e determinada pelo parâmetro � . Sendoassim este intervalo come�ca em # e tem uma
extens~ao de 1/ � dando origem �a express~ao 1.5:

y = max(0; min (1; N et)) (1.5)

Substituindo Net por � (Net-#) a fun�c~ao limiar l�ogico�eobtida numa forma quepodeser
utilizada comofun�c~ao transfer̂encia(express~ao 1.6). O parâmetro � �e designadoextens~ao
rec��proca do intervalo de troca.

out = tl (N et; � ; #) = max f 0; min [1; � (N et � #)]g (1.6)

Fun�c~ao Sigm�oide: A fun�c~ao transfer̂encia mais utilizada �e a chamada fun�c~ao sig-
m�oide, sf. A fun�c~ao pode serpor exemploa dada pela express~ao 1.7 ou pela 4.4. De notar
a similaridade entre ambas.

sf (N et; � ; #) =
1

f 1 + exp[� � (N et � #)]g
(1.7)

sf (N et; � ; #0) =
1

f 1 + exp[� (� N et � #0)]g
(1.8)

A �gura 1.3 mostra a compara�c~ao entre a fun�c~ao limiar l�ogico e a sigm�oide para os
mesmosparâmetros e os mesmosvaloresNet. Apesardas duas equa�c~oesterem compor-
tamento semelhante estastem respostasdiferentes em certas regi~oes. �E claro que alguns
neur�onios mostram uma rela�c~ao linear entre o valor Net e o valor de output contudo �e
a n~ao linearidade da fun�c~ao transfer̂encia que faz com que as redesneuronaissejam t~ao

ex��veis e capazesde seajustarem a diferentes situa�c~oesde aprendizagem.

Ser�a importante olhar agora um pouco para a fun�c~ao sigm�oide (express~ao 4.4). Esta
ser�a escrita na seguinte forma:
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Figura 1.4: Fun�c~ao sigm�oide e respectiva derivada. [4]

sf (x) =
1

[1 + exp(� x)]
(1.9)

Derivando a express~ao 1.9 obt�em-sea express~ao 1.10. Esta express~ao mostra clara-
mente que onde sf(x)=0 e sf(x)=1 a derivada �e zero. A �gura 1.4 �e esclarecedoradesta
situa�c~ao. Tal ser�a importante mais tarde quando for precisoinvestigar onde e quando as
redesneuronaisaprendemmelhor.

d (sf (x))
dx

= sf (x) [1 � sf (x)] (1.10)

A fun�c~ao transfer̂enciacompletao modelo do neur�onio (�gura 1.5). Falta apenasfalar
da adi�c~ao de um parâmetro extra chamadobias que ocorre em certostip osde modelosde
aprendizagem.A adi�c~ao desteparâmetro tem comoobjectivo aumentar a adaptabilidade
da estrutura ao problemaque sequer resolver.

At�e agora para descrever um neur�onio �e necess�ario informa�c~ao sobre dois tip os de
parâmetros: o conjunto de pesose os parâmetrosda fun�c~ao transfer̂encia. Existem tantos
pesoscomosinaisde input sendoestesgeradosaleatoriamente no inicio do treino da rede
comvaloresdentro deum certo intervalo quedependedo n�umerodepesosf -1/n; 1/n g onde
n �eo n�umerodepesosna camada.Relativamente aosparâmetrosda fun�c~ao transfer̂enciao
ponto crucial dastr êsfun�c~oesmostradas�e o valor limiar # (ponto ondeo neur�onio come�ca
a reagir).

As duas express~oesque descrevem o funcionamento do neur�onio s~ao como j�a foi visto
as express~oes1.11e a 1.12.

N et = w1x1 + ::: + wi x i + ::: + wmxm = WX (1.11)

sf (N et; � ; #) =
1

f 1 + exp[� � (N et � #)]g
(1.12)
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A fun�c~ao transfer̂encia �e t~ao simples que �e su�ciente considerar � Net-� #=ar g para
mostrar a seguinte conjectura:

arg = � w1x1 + � w2x2 + ::: + � wmxm � � # (1.13)

Substituindo em seguida� wi por w0
i e -� # por #' a express~ao �ca ent~ao:

arg = w0
1x1 + w0

2x2 + ::: + w0
m xm + #0 (1.14)

Se se consideraro valor #' como o produto de # por uma componente xm+1 (sempre
igual a 1) obt�em-se:

arg = w0
1x1 + w0

2x2 + ::: + w0
m xm + #0xm+1 (1.15)

Fazendo# igual a w0
m+1 cria-seo produto de w0

m+1 por um sinal xm+1 dado que este�e
1. Assim o somat�orio estende-sea mais um elemento:

arg = w0
1x1 + w0

2x2 + ::: + w0
mxm + w0

m+1 xm+1 =
m+1X

i =1

w0
i x i (1.16)

A fun�c~ao transfer̂encia �ca ent~ao:

sf (N et; � ; #) =
1

(

1 + exp

 

�
m+1X

i =1

w0
i x i

!) (1.17)

O output produzidopeloneur�onio dependeapenasdo vector pesoW dedimens~aom+1
e do sinal de input X de dimens~ao m+1

W = (w1; w2; :::; wm ; wm+1 ) (1.18)

X = (x1; x2; :::; xm ; 1) (1.19)

O pesoextra que deve estar semprepresente nas redesneuronaisdeste tip o, recebe
sempreo valor de input 1 e designa-sepor bias.

1.4 Forma�c~ao de Redes Neuronais.

Apesardo modelo do neur�onio apresentado serum modelo relativamente simples,a imple-
menta�c~ao de modelosmais complexosn~ao provoca uma melhoria do seudesempenho.

Muitos tip os de modelosde rede foram estudadose desenvolvidos mas o que mais se
utiliza �e o modelo de v�arias camadas. No modelo em camadasos neur�onios s~ao, como o
pr�oprio nomeindica, distribu��dosemdiferentes camadas.Uma camada�eum grupo deneu-
r�oniostodoscomo mesmon�umero(m) de pesos(sinapses)recebendotodosemsimult âneo
o mesmosinal de input dedimens~ao m. Ospesoss~ao organizadosnuma matriz depesosW
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Figura 1.5: Modelo completodo neur�onio. [4]

ondeaslinhas representam osneur�onios. Cada linha j pode serconsideradaum vector W j

querepresenta o neur�onio j eque�econstitu��do por m pesosW j i , W j = (wj 1; wj 2; :::; wj m).
Todosos pesosna mesmacoluna i, wj i (j=1, 2,..., n) recebem simultaneamente o mesmo
sinal x i . Cada vector de input X = (x1,x2,...,xi ,...,xm) �e introduzido na rede seguindo-se
o c�alculo de todos os produtos wj i x i . Os neur�onios da mesmacamadan~ao est~ao ligados
entre si, havendo apenasliga�c~ao aos neur�onios das camadasseguinte e anterior. Numa
redeconstitu��da por uma �unica camadatodososneur�oniospertencemessacamada.Cada
neur�onio j recebe todosos dadosde input X (x1,x2,...,xi ,...,xm) e geraa partir destesum
sinal de output espec���co (outj ). Na �gura 1.6, os inputs s~ao mostradosno topo. A ca-
madade input n~ao conta comocamadaactiva visto quen~ao leva a cabo nenhuma opera�c~ao
aritm�etica t��pica dosneur�oniostal comoo c�alculo do valor Net e a suatransforma�c~ao num
sinal de output (out ) pela aplica�c~ao da fun�c~ao transfer̂encia. A �gura 1.6 mostra uma rede
de uma camadacomposta por tr ês neur�onios cada um com cinco pesos. Como se pode
observar cada neur�onio da referida camadaobt�em o mesmoconjunto de sinais de input
(x1,x2,...,xi ,...,xm� 1, 1). O pesowj i est�a na posi�c~ao i do neur�onio j, por exemplo,o peso
w23 assinaladona �gura �e o terceiro pesodo segundoneur�onio. �E de salientar, igualmente,
osc��rculosa preto emcadaneur�onio querepresentam o bias. Numa representa�c~aoda arqui-
tectura de uma redegeralmente os inputs s~ao representados por quadradose os neur�onios
por c��rculos.

A fun�c~ao dasunidadesde input (camadade input) �e distribuir osvaloresde input por
todos os neur�onios da camadaabaixo. Os valoresque chegamao neur�onio s~ao diferentes
porque cada liga�c~ao de uma unidade de input i a um neur�onio j tem um diferente peso
wj i , representando uma for�casin�aptica espec���ca. O valor dospesos�e determinadopor um
processode aprendizagemqueser�a discutido mais adiante. Numa redede uma camadaos
sinaisde output, outj , dosneur�oniosindividuais s~ao tamb�em osvaloresde output da rede.

Os valoresde input podem ser interpretadoscomoum vector X (x1,x2,...,xi ,...,x m ) que
�e transformadopelamatriz depesosW comelementos wj i epela fun�c~ao transfer̂encianum
vector de valoresde output, Out (out1,out2,...,out j ,...,outn ).
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Figura 1.6: Redede uma camadade neur�onios. [4]

Figura 1.7: Redeneuronalcom asunidadesde input e duascamadasactivasde neur�onios.
(Imagem adaptadade [4])

Cada neur�onio �e representado por uma coluna na matriz W . A implementa�c~ao do
modelode v�arias camadasem algoritmo �e tamb�em feito na representa�c~ao matricial. Numa
rede com v�arias camadasa arquitectura escolhidageralmente liga os neur�onios de uma
camadacom todos os neur�onios da camadaseguinte e da camadaanterior como�e vis��vel
na �gura 1.7.

As camadasabaixo da camadade input s~ao geralmente designadasde camadasocultas
porque n~ao est~ao directamente ligadas ao\m undo exterior" como a camadade input e a
camadade output n~ao podendopor issoseracedidaspelo utilizador. Os valoresde output
da primeira camadade neur�onios, Out 1, s~ao os valoresde input X 2 da segundacamada
de neur�onios. Devido aosdiferentes pesoswj i nas liga�c~oesindividuais o mesmovalor de
output tem um efeito diferente em cadaneur�onio. O resultado da redeneuronal �e apenas
dado pela �ultima camadada rede.
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1.5 Arquitecturas e Represen ta�c~ao Gr �a�ca das Redes.

Estando j�a estabelecidasasopera�c~oesb�asicasqueosneur�oniosdesempenham�e necess�ario
escolhero n�umero de camadase o n�umero de neur�oniosem cadacamadada rede.

Uma rede neuronal �e caracterizadatopol�ogicamente pelos seguintes parâmetros: n�u-
mero de inputs e de outputs, n�umero de camadas,n�umero de neur�oniosem cadacamada,
n�umero de pesosem cadaneur�onio, forma comoos pesosest~ao ligadosdentro ou entre as
camadase quaisosneur�oniosque recebem os sinaisde correc�c~ao

Este conjunto de parâmetros caracteriza a arquitectura da rede. Uma arquitectura
de rede bem de�nida �e fundamental visto tornar mais f�acil o estudo dos seusresultados.
o exemplo da �gura 1.7 tem uma arquitectura 3� 4� 2. Nesseexemplo a representa�c~ao
gr�a�ca da arquitectura da rede �e apresentada de forma simpli�cada. Os sinais de input
s~ao representados por quadrados, os neur�onios por c��rculos enquanto que os pesoss~ao
representados por pontos no arco superior de cada c��rculo (neur�onio). O parâmetro bias
�e representado por um quadradocom o n�umero 1 no seuinterior, um pouco afastadoda
restante arquitectura da rede.

Note-seque apesardestetip o de arquitectura ser o mais vulgar existemarquitecturas
maiscomplexasemqueossinaisde input e deoutput n~aopassampara a camadaimediata-
mente abaixomaspara outra. Contudo estetip osde arquitectura tornam osalgoritmosde
aprendizagemmuito mais complexosdi�cultando a adapta�c~ao dospesos.A representa�c~ao
das redescomo a da �gura 1.7 baseia-seno modelo dos neur�onios biol�ogicosno entanto
para programa�c~ao utiliza-se a representa�c~ao matricial.

Na representa�c~ao matricial considera-secadacamadade n neur�onioscom m pesosque
formando a matriz peso(W ) de dimens~oesn� m. Para uma redede v�arias camadascada
matriz tem um expoente l (l de layer) que especi�ca o ��ndice da camada.A nota�c~ao

wl
j i (1.20)

refere-seao pesoi do neur�onio j da camadal.
Na nota�c~aomatricial a matriz pesopara a camadade input �e designadaW 0, transmite

m sinaise �e um vector contendo o valor 1 n vezes:

W 0 = (1; 1; 1; :::; 1) (1.21)

A primeira camadaactiva da rede tem expoente 1, W 1. A nota�c~ao matricial mostra
claramente que os sinais de input para a camadaX l e os sinais de output Out l dessa
camadas~ao vectoresde dimens~ao m e n respectivamente. De relembrar que:

X l = Out l � 1 (1.22)

Out l = X l+1 (1.23)

Para introduzir um sinal de input de dimens~ao m numa rede de uma camadacom n
neur�onios (cada um com m pesos)faz-seo produto do vector X (x1, x2, ...,xm-1, 1) de
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dimens~ao m com a matriz pesoW de dimens~ao n� m. O resultado �e o vector Net de
dimens~ao n:

2

6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
4

w11 w12 : : : w1m

w21 w22 : : : w2m

w31 w32 : : : w3m

: : : : : :
: : : : : :
: : : : : :
: : : wj i : :
: : : : : :
: : : : : :
: : : : : :

wn1 wn2 : : : wnm

3

7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
5

:

2

6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
6
4

x1

x2

:
:
:

x i

:
:
:

xm� 2

xm� 1

1

3

7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
7
5

= (N et1; N et2; :::; N etj ; :::; N etn ) = N et (1.24)

Ou seja:

N etlj =
mX

i =1

wl
j i x

l
i (1.25)

O ��ndice j percorre os n neur�onios e o ��ndice i os m pesosdo neur�onio j. O n�umero
de pesosno neur�onio �e igual ao n�umero de vari�aveis de input x i mais a vari�avel de input
extra (bias) que�e sempreigual a 1. A express~ao matricial 1.26�e uma descri�c~ao concisade
todosos valoresNet de uma redecom uma camada.

N etl = W lX l (1.26)

Numa rededev�ariascamadasasmatrizesdospesosquerepresentam asv�ariascamadas
distinguem-sepeloexpoente l. Comoo input da camadal geralmente �eo output da camada
l-1 tem-se:

N etl = W lX l = W lOut l � 1 (1.27)

Onde o valor Net para cadaneur�onio �e dado por:

N etlj =
mX

i =1

wl
j i outl � 1

i (1.28)

O valor de Out l �e obtido a partir de Netl pela aplica�c~ao de uma das fun�c~oestransfe-
rência(sigm�oide por exemplo):

Out l = sf
�
N etl

�
(1.29)



Cap��tulo 2

Pro cesso de Aprendizagem -
Algoritmo de Retro-Propaga� c~ao

\Ther e are two waysof construting a software design: one way is to makeit so simple that
there are obviouslyno de�ciencies, and the other way is to make it so complicated that
there are no obviousde�ciencies. The �rst method is far more di�cult"

C. A. R. Hoare

2.1 In tro du�c~ao

A propriedadeessenciale fundamental numa redeneuronal�e a suacapacidadede aprender
a partir de um certo \meio" e melhorar o seudesempenho ao longo da aprendizagem.A
rede neuronal aprendepor um processoiterativ o de ajuste das for�cassin�apticas (pesos).
Idealmente a rede torna-se cada vez mais conhecedorado meio ap�os cada itera�c~ao do
processode aprendizagem.A de�ni�c~ao de aprendizagem,no contexto dasredesneuronais,
dada por Haykin [6], adaptadaa partir de Mendel e MacClaren (1970), �e a seguinte:

\A aprendizagem�e o processopelo qual os parâmetros livresde uma rede neuronal s~ao
adaptadospor um processode est��mulo pelo meio em quea rede est�a inserida. O tipo de
aprendizagem�e determinadopela forma comoasmudan�casnosparâmetross~ao realizadas."

Esta de�ni�c~ao de processode aprendizagemimplica a seguinte seqûenciade eventos:
1. A redeneuronal�e estimulada por um certo meio.
2. A redeneuronalefectuamudan�casnosseusparâmetroslivres devidoa esseest��mulo.
3. A rede neuronal responde de uma nova forma ao meio devido �as mudan�cas que

ocorreramna suaestrutura interna.
Ao conjunto deregraspr�e-de�nidasparaa solu�c~aodo problemadeaprendizagemd�a-seo

nomede algoritmo de aprendizagem.Existe uma grandevariedadede algoritmosdiferindo
uns dosoutros na forma comoo ajuste dospesos�e feito.

15
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Figura 2.1: Aprendizagemcom supervis~ao (imagemadaptadade [4]).

Têm sido desenvolvidos v�arios tip osde redesneuronaissendoalgunsmais semelhantes
ao modelo biol�ogicodo queoutros. Cada redeneuronal tem assuasvantagense desvanta-
gensvisto quecadauma est�a maisou menosvocacionadapara lidar comcertasaplica�c~oes.

Os tr êselementos que caracterizamessencialmente uma rede neuronal s~ao a opera�c~ao
aritm�etica no neur�onio, a arquitectura da rede, e o processode aprendizagem. Os dois
primeiros j�a foram discutidosno decorrerdestetrabalho faltando apenasestudaro terceiro.

O processode aprendizagempode sercom ou semsupervis~ao. No primeiro osdadosde
input X e os respectivos valoresalvo Y s~ao dados�a rede. Os pesoss~ao ent~ao adaptados
at�equepara qualquerconjunto deobjectosconhecidos,osvaloresdeoutput estejamo mais
pr�oximo poss��vel dosvaloresalvo Y (�gura 2.1).

Na aprendizagemsemsupervis~ao os dadosde input s~ao passadosrepetidamente pela
redeat�eestaestarestabilizada(ap�osum certo n�umerode itera�c~oes). No anexoA �e poss��vel
observar duastabelascomasredesneuronaismaisconhecidas,o tip o de aprendizagemque
segueme quais osproblemasque resolvem.

Existem outros tip os de redescom uma menor aplica�c~ao a problemasqu��micos, pelo
menospor enquanto. O facto de um algoritmo ser pouco utilizado n~ao implica que n~ao
seja capaz ou adequadopara resolver o problema. A verdade�e que existem algoritmos
mais popularesque colhem a prefer̂encia dos investigadores. Como a implementa�c~ao da
redenestetrabalho utiliza o algoritmo de Retro-Propaga�c~ao ser�a esteo �unico apresentado
detalhadamente.

2.2 Retro-Propaga� c~ao de Erros - Generalidades

A maior parte das aplica�c~oesde redesneuronaisem qu��mica usa o algoritmo de Retro-
Propaga�c~ao. Este algoritmo n~ao representa nenhum tip o de arquitectura especial sendo
utilizada geralmente uma redecom v�arias camadas.
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Figura 2.2: Processodeaprendizagemdo algoritmo deRetro-Propaga�c~ao. (�gura adaptada
a partir de [4])

Este m�etodo foi introduzido, em primeiro lugar por Werbos e, mais tarde, em 1986,
por Rumelhart, Hinton e Williams garantindo, rapidamente, grandepopularidade e con-
tribuindo, decisivamente, para a implementa�c~ao das redesneuronais. Este m�etodo tem
a vantagem do ajuste dos pesospoder ser efectuadopor equa�c~oesbem de�nidas tendo,
no entanto, muito pouco em comum com os processosrespons�aveis pelo ajustamento das
for�cassin�apticas nossistemasbiol�ogicos.

O algoritmo de Retro-Propaga�c~ao �e um processode aprendizagemcom supervis~ao. Os
dadosdeinput processadospor uma dadacamadav~aooriginar um output, (Out l) queser�a
o input da camadaseguinte (X l+1 ). O resultadopara o input �e dado pela �ultima camada
sendoincorrecto no in��cio do treino. Os valoresde output da �ultima camada,Out last,
s~ao comparadoscomosvaloresesperados(Y) sendo,ent~ao, o erro determinado. Este erro
�e usadopara corrigir os pesosna camadade output, segue-sea correc�c~ao da pen�ultima
camadacom baseno erro da �ultima camadae por ai diante at�e �a primeira camadacomo
mostra a �gura 2.2.

Os erross~ao portanto calculadosem sentido contr�ario ao da propaga�c~ao dosvaloresde
input comopretendetraduzir o nomeque lhe foi dado. O algoritmo de Retro-Propaga�c~ao
deve mudar ospesosat�e que o erro nosvaloresde output (Out) sejamin��mo.

2.3 Arquitectura da Rede

Nas redesque utilizam o algoritmo de Retro-Propaga�c~ao as camadasde neur�onios est~ao
geralmente totalmente ligadas. A �gura 1.7, j�a referida, �e um exemplode uma rede que
pode utilizar o algoritmo de Retro-Propaga�c~ao.
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Como seria de esperar, o n�umero de camadas,assimcomoo n�umero de neur�oniosem
cadacamada,dependedo problemaa resolver. O n�umero de pesospode ir desdealgumas
dezenasat�e redescom cercade um milh~ao. Na maior parte doscasos�e utilizada uma rede
com uma camadade input e duascamadasactivas, uma oculta e uma de output.

Ao longo do processode aprendizagem,�e realizado um n�umero consider�avel de ope-
ra�c~oes,entre as v�arias camadas,sendonecess�ario um cuidado especial para saber qual a
camadaenvolvida em determinadaopera�c~ao. Para tornar as coisasmais f�aceis,cada um
dos dadosda rede (input, output, pesos,erros, correc�c~oes) ter�a em expoente a camadaa
que pertence. Para evitar confus~ao todos os sinais ser~ao tratados como output desdeo
sinal de input inicial que ser�a o Out 0 at�e ao output �nal da redeque ser�a o Out last .

2.4 Pro cesso de Aprendizagem

No algoritmo de Retro-Propaga�c~ao a correc�c~ao dospesospode serefectuadaap�osa passa-
gemde um vector de input ou ap�osa passagemde todososvectoresde input do conjunto
treino pela rede. Num casoa correc�c~ao �e feita logo ap�os o erro ser determinado, sendo
utilizada na maior parte das vezes.No segundocasoos erros de todos os paresde dados
s~ao acumuladose o erro acumulado de todo o conjunto treino �e, ent~ao, usadona correc�c~ao.
Durante a aprendizagem,o vector de input X �e introduzido na rede,e o vector de output
Out produzido �e comparadocom o vector alvo Y (output correcto para X ) permitindo
calcular o erro da rede. O c�alculo do erro de cadaneur�onio �e feito de duas formas distin-
tas, consoante o neur�onio �e da �ultima camadaou n~ao. Note-seque em ambos os casos�e
assumidoque a fun�c~ao transfer̂encia�e uma fun�c~ao sigm�oide.

Para a �ultima camadade output l=last o erro � j
l �e dado pela express~ao:

� last
j =

�
yj � outlast

j

�
outlast

j

�
1 � outlast

j

�
(2.1)

Para todas as outras camadasl (l=last-1 a 1) o erro � j
l �e calculado pela seguinte

express~ao:

� l
j =

 
rX

k=1

� l+1
k wl+1

kj

!

outlj
�
1 � outlJ

�
(2.2)

ondel �e a camadacorrente, j �e o neur�onio corrente e i o ��ndice do input, ou seja,o ��ndice
do neur�onio da camadasuperior, � j

l �e o erro introduzido pelo neur�onio correspondente.

2.5 Regra Delta generalizada

Na aprendizagempor Retro-Propaga�c~ao osvaloresde input percorrema redenum sentido
enquanto quea altera�c~ao dospesosocorreem sentido contr�ario. A correc�c~ao do pesoi, do
neur�onio j, na camadal �e dado pela express~ao:
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Figura 2.3: Erro " em fun�c~ao do valor do peso.[4]

� wl
j i = wl (new)

j i � wl (old)
j i (2.3)

O pesowl
j i do neur�onio j da camadal �e o respons�avel pelo contributo que o input i

tem para com o output j. Essasduas liga�c~oes,uma com a camadaacima e outra com a
camadaabaixo, faz com que o erro tenha origem quer no lado de input quer no lado de
output. Uma forma de considerarambasas in
u ências�e a regra delta expressacomo:

� parametro = � g(errooutput) f (input ) (2.4)

Na suaforma maisgerala regradelta estabelecequea mudan�ca de qualquerparâmetro
num processoadaptativo deve ser proporcional ao sinal de input e ao erro do output. A
constante � (velocidadede aprendizagem)determina qual a grandezacom que as mudan-
�cas devem ser implementadas nos ciclos de itera�c~ao. A express~ao 2.4 usandoa nota�c~ao
adaptadavem:

� wl
j i = � � l

j outl � 1
i (2.5)

No algoritmo de Retro-Propaga�c~ao a mudan�ca � j
l , necess�aria na correc�c~ao dos pesos,

�e obtida usandoo m�etodo do gradiente descendente. A representa�c~ao do erro (") versus
o parâmetro que o causatem um m��nimo. Observando o declive dessacurva �e poss��vel
decidir comoalterar o parâmetro de forma a haver uma aproxima�c~ao ao m��nimo. Na �gura
2.3 �e poss��vel observar que o valor do peso,a sermudado, est�a �a direita do m��nimo.

Se a derivada d"/dw �e positiva o novo valor do parâmetro deve ser menor do que o
anterior e vice-versa,ou seja:

� w = w(new) � w(old) =
� kd"
dw

(2.6)

Ondek �e o factor de escalamento. Para um pesoespec���co wl
j i , na camadal, a equa�c~ao

correspondente �e:
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� wl
j i =

� k@" l

@wl
j i

(2.7)

Esta fun�c~ao erro representa parte do erro causadopor estepesono output da camada
l. Como a fun�c~ao erro �e uma fun�c~ao indirecta e complexados parâmetros wl

j i , pode-se

calcular a derivada @"l/ @wji
l usandoa regra em cadeia:

� wl
j i =

� k@" l

@wl
j i

= � k

 
@" l

@outlj

!  
@outlj
@N etlj

!  
@N etlj
@wl

j i

!

(2.8)

As derivadas da fun�c~ao erro " l s~ao calculadas,consecutivamente, relativamente aos
valoresde outli , N etlj e wl

j i .

Derivada
@N etlj
@wl

j i

N etlj =
mX

i =1

wl
j i x

l
i (2.9)

A express~ao anterior descreve de um modo exacto a depend̂enciado valor Net (N etlj )
relativamente aoconjunto depesosdo neur�onio j, x l

i s~aoascomponentesdo vector de input
(X l ) da camadal. Tendoem conta a conven�c~ao utilizada:

x l
i = outl � 1

i (2.10)

Sea express~ao2.9for escritacomoa somadeprodutosa derivadadeN etlj , relativamente
a um pesoem particular, �e f�acil constatar que:

@N etlj
@wl

j i
=

@
�
wl

j 1outl � 1
1 + ::: + wl

j i outl � 1
i + ::: + wl

j moutl � 1
m

�

@wl
j i

= outl � 1
i (2.11)

Inserindo a express~ao 2.11na express~ao 2.8, para ascorrec�c~oesdospesos,vai-seobter:

� wl
j i = � k

 
@" l

@outlj

!  
@outlj
@N etlj

!

outl � 1
i ; (2.12)

que corresponde�a express~ao:

� wl
j i = � � l

j outl � 1
i ;

ondeo termo delta �e dado por:

� l
j = �

 
@" l

@outlj

!  
@outlj
@N etlj

!

(2.13)

Derivada
@outlj
@N etlj
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Para estudara rela�c~aoentre outlj eN etlj �enecess�ario ter emconta a fun�c~aotransfer̂encia
utilizada no algoritmo de Retro-Propaga�c~ao quena maior parte doscasos�e uma sigm�oide
do tip o:

outlj =
1

1 + exp
�
� N etlJ

� : (2.14)

Esta fun�c~ao tem comovantagemface�a fun�c~ao limite r��gido e �a limiar-l�ogico,o facto da
sua derivada poder ser obtida analiticamente. Al�em de ser facilmente diferenci�avel, a sua
derivada pode ser expressaem termos da pr�opria fun�c~ao:

@outlj
@N etlj

= outlj
�
1 � outlj

�
(2.15)

Derivada @" l

@outlj
Relativamente a esta derivada, �e necess�ario distinguir dois casos,dependendose " l

�e ou n~ao explicitamente conhecida,ou seja, se a correc�c~ao est�a a ser calculada para a
�ultima camadaou para a camadaoculta. Para a �ultima camada,o erro pode sercalculado
subtraindo o output outlj de cadaneur�onio j, da componente yj correspondente, do vector
alvo Y :

" l =
nX

j =1

�
yj � outlj

� 2
(2.16)

Assim, a derivada @" l=@outlj pode serobtida facilmente

@" l

@outlj
=

@
�
y1 � outl1

� 2

@outlj
+ ::: +

@
�
yj � outlj

� 2

@outlj
+ ::: = � 2

�
yj � outlj

�
(2.17)

A express~ao �nal para a correc�c~ao dospesos,na �ultima camadada rede,�e obtida pelo
conjunto dastr êsderivadassubstituindo-seosresultadosobtidos na express~ao 2.8. Comoo
�unico erro conhecido,exactamente, �e o da �ultima camada(" last ) o expoente l �e substitu��do
por ultimo. Al�em disso,deve sersubstitu��do � por 2k:

@" last

@outlast
j

= � 2
�
yj � outlast

j

�
;

@outlast
j

@N etlast
j

= outlast
j

�
1 � outlast

j

�
;

@N etlast
j

@wlast
j i

= outlast � 1
i :
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Obt�em-se,ent~ao, a seguinte express~ao, ap�osa substitui�c~ao:

wlast
j i = �

�
yj � outlast

j

�
outlast

j

�
1 � outlast

j

�
outlast � 1

i (2.18)

Na camadaoculta l, o erro " l n~ao pode sercalculadodirectamente visto que osvalores
dos outputs desta camadan~ao s~ao conhecidos,por issoa derivada @" l=@outlj s�o pode ser
calculada se forem feitas certas suposi�c~oes. Uma delas �e que o erro " l produzido numa
camadal, �e distribu��do igualmente por todososr neur�oniosda camadaseguinte (l+1), ou
seja:

" l =
rX

k=1

" l+1
k : (2.19)

O somat�orio percorretodosos i neur�oniosdo n��vel l+1 . Assim, o erro no n��vel l pode
serobtido peloconjunto deerrosdo n��vel l+1 . Tendoemconta a express~ao 2.19,a derivada
@" l =@outlj n~ao �e dif��cil de determinar pela aplica�c~ao da regra em cadeia:

@" l

@outlj
=

rX

k=1

 
@" l+1

k

@N etl+1
k

!  
@N etl+1

k

@outlj

!

(2.20)

A derivada da direita @N etl+1
k =@outlj �e obtida de modo semelhante �a derivada descrita

pelasequa�c~oes2.9 e 2.11,obtendo-se:

N etl+1
k =

mX

j =1

wl+1
kj x l+1

j =
mX

j =1

wl+1
kj outlj = wl+1

k1 outl1 + ::: + wl+1
kj outlj + ::: + wl+1

km outlm : (2.21)

Assim, tem-se:

@N etl+1
k

@outlj
= wl+1

kj : (2.22)

Substituindo na express~ao 2.20,

@" l

@outlj
=

rX

k=1

 
@" l+1

k

@N etl+1
k

!

wl+1
kj : (2.23)

Aplicando ent~ao a regra em cadeia�a derivada @" l+1 =@N etl+1
k vem:

@" l+1

@N etl+1
k

=

 
@" l+1

@outl+1
k

!  
@outl+1

k

@N etl+1
k

!

: (2.24)

Comparandoo membro direito da equa�c~ao 2.24com as express~oesentre par̂entesis do
lado direito da express~ao 2.12, �e f�acil deduzir que esta derivada �e igual �as correc�c~oes� l+1

k

no n��vel l+1 . Assim,

@" l+1

@N etl+1
k

= � l+1
k : (2.25)
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Inserindo esteresultadona express~ao 2.20,obt�em-sea seguinte express~ao:

@" l

@outlj
=

rX

k=1

� l+1
k wl+1

kj (2.26)

Como na correc�c~ao dospesosda camadade output, as tr êsderivadass~ao agrupadasa
partir dasexpress~oes2.11,2.15e 2.26e inseridasna express~ao 2.8, tem-se:

@N etlj
@wl

j i
= outl � 1

i ;

@outlj
@N etlj

= outlj
�
1 � outlj

�
;

@" l

@outlj
=

rX

k=1

� l+1
k wl+1

kj :

Resulta ent~ao na seguinte express~ao:

� wl
j i = �

 rX

k=1

� l+1
k wl

kj

!

outlj
�
1 � outlj

�
outl � 1

i : (2.27)

A escolhada velocidadedeaprendizagemreveste-sedeespecial importânciavisto deter-
minar a velocidadea queospesosmudam. Semudaremmuito rapidamente o procedimento
pode �car presonum m��nimo local. Deve ser escolhidoum valor que encontre um meio
termo entre a rapidezdeaprendizagemea converĝenciaparao m��nimo global. A velocidade
deaprendizagem�egeralmente obtida por tentativ a eerro sendobonsvaloresiniciais valores
compreendidosentre 0,3 e 0,6. Geralmente, o valor �e constante mas pode ser diminu��do
linearmente ao longo do processode treino.

O resultado dado pela express~ao 2.27 mostra como tr ês camadasest~ao envolvidos no
c�alculo da correc�c~ao dos pesosna camadaoculta l. Os valoresenvolvidos s~ao: o output
outl � 1

i da camadaacima(agecomoo input i da camadal), o outlj do neur�onio j da camada
l e a correc�c~ao � l+1

k do pesowl+1
kj da camadal+1.

De salientar queem qualqueraplica�c~ao �e necess�ario ter em aten�c~ao a representa�c~ao da
informa�c~aoque�e fornecida�a redeeda que�eobtida por esta. Bernard Widrow, investigador
de redesneuronais,pronunciou-seuma vez relativamente �a importância da representa�c~ao
de dados:

\Os tr êsaspectosmais importantesquedevemser tratadosno desenvolvimentode redes
neuronais s~ao:

1. Representa�c~ao 2. Representa�c~ao 3. Representa�c~ao."
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Cap��tulo 3

Aplica� c~oes de Redes Neuronais
Arti�ciais em Qu��mica

O n�umerodepublica�c~oessobreaplica�c~oesderedesneuronaispara a resolu�c~aodeproblemas
em qu��mica tem aumentado consideravelmente nos �ultimos anos. Foram estudadosv�arios
problemas,tais comorela�c~ao espectro/estrutura (massa,IV, NMR), reactividadequ��mica,
previs~ao de propriedadesf��sico-qu��micas,etc., abrangendoassimv�arias �areasda qu��mica.

O principal objectivo destecap��tulo �e demonstraras capacidadesdas redesneuronais
mostrandoa importânciaquepoder~ao vir a ter no futuro e emparticular no queserefere�a
qu��mica. Dar-se-�a apenasum resumodasaplica�c~oesemalgumas�areasda qu��mica referindo
os modelosde redesutilizados para a sua resolu�c~ao destacandoas aplica�c~oesrelacionadas
com a espectrometria de massa.O problemada reactividadequ��mica ser�a estudado,deta-
lhadamente, no cap��tulo seguinte visto que a rede implementada nestetrabalho ir�a tratar
desseassunto.

Em geral, diferentes tip os de problemas requeremdiferentes arquitecturas de redes
neuronaise estrat�egiasde aprendizagem. Nas aplica�c~oesem qu��mica, grande parte dos
problemasdescritosfazemuso de redesneuronaiscom uma camadaoculta recorrendoao
algoritmo de Retro-Propaga�c~ao comoestrat�egiade aprendizagem.

Antes de desenhara estrutura de uma redeneuronalpara um dado problema,deve-se
primeiro classi�c�a-lo e, s�o depois, escolhero tip o de rede e o m�etodo de aprendizagem
mais adequado�a sua resolu�c~ao. A tabela A.1 (apêndiceA) mostra, os diversostip os de
problemase as redesmais apropriadas�a resolu�c~ao de cadaum delestornando, assimmais
f�acil, a escolhado m�etodo adequadoa uma dadatarefa, por suaveza tabelaA.2 (do mesmo
ap̂endice)resumealgumasdasaplica�c~oesdas redesneuronaisem qu��mica.

3.1 Aplica� c~ao �a Espectrometria de Massa

Existem in�umerasaplica�c~oesde redesneuronais�a espectrometria de massa.Essasaplica-
�c~oesn~ao dizem apenasrespeito ao estudo da correla�c~ao estrutura molecular-espectro de
massa,estandotamb�em relacionadascom outras �areasda qu��mica e de outras cîencias.

25
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3.1.1 Correla�c~ao Estrutura Molecular-Esp ectro de Massa

A aprendizagemda rela�c~ao entre espectro de massae estrutura �e uma dasmais complexas
para uma rede neuronal. Contudo, apesarda complexidadedo problema existem v�arias
publica�c~oesde redesneuronaisarti�ciais sobreesteassunto [12,14{17].

O primeiro trabalho encontrado na literatura sobreesteassunto data de1971,realizado
por Jurs e Isenhour[12]. No entanto, osmodelosutilizados na altura possu��am certaslimi-
ta�c~oes,nomeadamente o facto dosdadosnecessitaremde ser linearmente separ�aveiso que
como�e l�ogicoafectava osresultadosobtidos, tendo em conta a complexidadedo problema.
O segundotrabalho encontrado foi realizadopor Curry e Rumelhart [14]. Gasteigere Zu-
pan fazemrefer̂encia a estetrabalho, assimcomo ao de Lohninger nos seusartigos sobre
redesneuronaisem qu��mica [5,8].

Para a resolu�c~aodesteproblemaCurry eRumelhart utilizaram uma redemulti-camada,
com uma camadaoculta, utilizando o algoritmo de Retro-Propaga�c~ao. Nessetrabalho, o
espectro demassa�e descritopor 493aspectos,estesincluemoslogaritmosdasintensidades
dos picos entre m/z 40 e 219, os logaritmos das perdas de neutros entre m/z 0 e 179,
somasde auto-correla�c~ao, etc. Os valoresdessas493caracter��sticas espectrais constituem
o vector de input da rede. A estrutura de um composto orgânico �e caracterizadapor 36
subestruturas que dizem respeito a 36 grupos funcionaisdiferentes (�alcool prim�ario, �ester,
cetona,amina terci�aria, etc.) queconstituem36unidadesdeoutput. Sendo80o n�umerode
neur�oniosna camadaoculta a redeter�a ent~ao 493� 80+80� 36=42 320pesos. �E necess�ario
um grande conjunto de dadospara o treino de uma rede desta envergadura. Neste caso
foram utilizados 31 926espectrosde massapara o treino e 12 671para o teste.

Os resultadosobtidos para a rede neuronal treinada, designadaMSnet, foram com-
paradoscom os resultadosobtidos com o STIRS. O STIRS, desenvolvido pelo grupo de
McLa�ert y, �e um poderososistemapara determinar a presen�ca de grupos funcionais nos
espectrosde massa.

Os resultadosda classi�ca�c~ao, obtidos pelo MSnet, s~ao relativamente melhoresdo que
os obtidos pelo STIRS, oferecendoalgumasvantagens. Pode fornecera probabilidade de
um certo composto pertencer a uma determinada classe,veri�ca n~ao s�o a presen�ca mas
tamb�em a auŝenciade um grupo funcional e, por �ultimo, o tempo de c�alculo �e duasordens
de grandezamenordo queo necess�ario peloSTIRS. Saliente-seque,mesmoqueo treino de
uma redeneuronal necessitede um intervalo de tempo consider�avel, esta�e capazde fazer
previs~oesnum intervalo de tempo m��nimo.

Para satisfazerum requisito de aprendizagemsobrea rela�c~ao entre a estrutura mole-
cular e os dadosespectrosc�opicos,para todo o dom��nio da qu��mica orgânica, �e necess�ario
resolver um problema fundamental que diz respeito �a distribui�c~ao estat��stica dos dados.
Por exemplo,os 32 000 compostos,que constituem o conjunto treino, contêm 33 �esteres
ft�alicosque originam um pico caracter��stico a m/z 149. No entanto, muitos espectros t êm
um pico a m/z 149 e n~ao s~ao �esteresft�alicos,e por issso,estesn~ao s~ao reconhecidospela
rede.

A �gura 3.1 mostra a hierarquia de redesquepermite ultrapassaresteproblema. Uma
rede preliminar encarrega-sede fazer a parti�c~ao em termos dos grupos funcionais mais
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Figura 3.1: Hierarquia de redesneuronais.[5]

importantes, enquanto que uma rede neuronal especializadatrata esseresultado fazendo
um re�namento dasclassesdecompostos.Para o casodo grupo �ester,a segundarededivide
oscompostoscontendo estegrupo em 22 subclasses(�esteressaturados,�esteresarom�aticos,
lactonas,anidridos, etc.). Esta ideia pode mostrar-sebastante �util em outras �arease para
outros problemas.

Al�em do trabalho de Curry, outro trabalho pioneiro na aplica�c~ao dasredesneuronais�a
espectrometria de massa�e o trabalho de Lohninger e Stancl [15]. Estesautoresutilizaram
a rededeKohonene a redede Retro-Propaga�c~aopara a classi�ca�c~ao deespectrosdemassa
deester�oides. Por �ultimo �e desalientar o trabalho deEghbaldar, Forrest e Cabrol-Bass[17]
queconsistiuna implementa�c~ao deuma metodologiapara o desenvolvimento eoptimiza�c~ao
de redesneuronaispara o estudoda correla�c~ao espectro de massa-estrutura.Ao comparar
os seusresultadoscom os resultadosobtidos por outros autores, que n~ao seguiramuma
metodologia pr�e-de�nida para a optimiza�c~ao da rede, foi poss��vel observar uma melhoria
de resultados.

3.1.2 Outros exemplos de aplica�c~oes de Redes Neuronais Arti�-
ciais �a Espectrometria de Massa

Al�em da aplica�c~ao referida anteriormente, existemmuitas mais aplica�c~oesde redesneuro-
nais �a espectrometria de massa.De seguida,ir~ao serdescritosalgunsdessestrabalhos.

O objectivo da primeira aplica�c~ao �e veri�car se um azeite virgem est�a adulterado.
Devido ao seuelevado pre�co torna-se vantajoso, em termos econ�omicos,adulter�a-lo com
outros �oleos. A �m de o impedir foram propostos v�arios m�etodos para a detec�c~ao da
adultera�c~aodo azeiten~aotendo nenhum encontrado uma aceita�c~aoplena. Para a resolu�c~ao
deste problema Goodacre, Kell e Bianchi [18] combinaram a t�ecnica Py-MS com redes
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neuronaispara uma r�apida identi�ca�c~ao da adultera�c~ao do azeitecom outros �oleos.
O m�etodo consistiu em tra�car os espectros de massade dois conjuntos de amostras.

Um dosconjuntos era constitu��do por 12 amostrasde azeiteextra virgem e o outro por 12
amostrasde azeitesadulterados.A rede�e composta por uma camadade input constitu��da
pelas intensidadesnormalizadasde 150 i~oesde m/z entre 51 e 200 e uma camadaoculta
com 8 neur�onios. A aprendizagem�e feita utilizando o algoritmo de Retro-Propaga�c~ao. O
sinal de output ser�a zero para os azeitesadulteradose um para os azeitesvirgens. Ap�os
o treino, o teste da rede mostrou que a combina�c~ao de Py-MS com as redesneuronais
arti�ciais constitui um e�caz instrumento de an�aliseda purezade azeites.

A segundaaplica�c~ao est�a relacionadacom a industria qu��mica. A r�apida determina�c~ao
do n�umero de cetanos(CN) e da densidadede combust��veis, ap�osa suaan�alisepor espec-
trometria demassa,constitui um bom desa�o. Yangeseuscolaboradores[19]aceitaram-no
e utilizaram as redesneuronaispara prever o CN e a densidadede combust��vel diesel,a
partir da suacomposi�c~ao qu��mica. O CN e a densidades~ao correlacionadoscom 12 grupos
hidrocarboneto, no combust��vel diesel,determinadospor cromatogra�a liquida e GC-MS.
S~ao utilizados 69 combust��veis diesel, 48 para o treino da rede e 21 para o teste. Este
trabalho demonstrou, uma vez mais, que para problemascomplexosn~ao-lineares,como
a correla�c~ao de CN com o tip o de caracteriza�c~ao do hidrocarboneto, as redesneuronais
oferecemum modelo melhor para a sua resolu�c~ao.

Um terceiro exemplo�e uma aplica�c~ao relacionadacom a biologia. Os v�arios tip os de
cereaiss~ao,normalmente, identi�cados por umasimplesan�alisevisual ou atrav�esdepadr~oes
electrofor�eticosdasprote��nasarmazenadasno gr~aodo cereal.Bloch et al [20]desenvolveram
um m�etodo mais r�apido para a an�alisedasvariedadesde trigo (Triticum aestivumL.) que
combina a an�alisede prote��nas de trigo sol�uveis em �alcool, usandoMALDI-TOF-MS com
redesneuronais.O mesmom�etodo foi aplicadopara a identi�ca�c~aodasv�ariasvariedadesde
cevada(Hordeumvulgare L.) ecenteio (Secale cereale L.). Para a cevada95%dosespectros
de massas~ao classi�cadoscorrectamente. Quanto ao centeio, o m�etodo n~ao �e muito e�caz,
dada a grande semelhan�ca entre os espectros de massadas diferentes variedadesdesse
cereal.

Uma outra aplica�c~ao, relacionadacom a biologia, foi realizadapor Sebastiane Viallon
[21]. Estesautoresutilizaram a espectrometria de massapara a caracteriza�c~ao dostecidos
gordosdecordeirose asredesneuronaispara a suaclassi�ca�c~ao. Os l��pidosdo tecido gordo
subcutâneo,de 120cordeiros,foram analisadospor Py-MS, ap�osextrac�c~ao dosl��pidos com
hexano. Os animais eram provenientes de 6 pa��seseuropeus com diferentes sistemasde
produ�c~ao. A classi�ca�c~ao dos tecidos gordos, de acordo com o tip o de alimenta�c~ao dos
cordeiros,(leite, pasto, ra�c~ao, cereais)�e obtida por an�alisediscriminante e redesneuronais,
permitindo o reconhecimento do tip o de alimenta�c~ao. Os resultadosobtidos com redes
neuronaiss~ao de 92%de classi�ca�c~oescorrectas.

De seguidavai ser apresentada uma aplica�c~ao das redese da espectrometria de massa
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�a agro-qu��mica. Os pesticidasde carbam�atos arom�aticos s~ao importantes agro-qu��micos.
J�a foram constru��dosv�arios modelosde classi�ca�c~ao para carbam�atos e suassubestruturas
utilizando espectrosde massae redesneuronais. Wan et al [22] estudaramos carbam�atos
a classi�car por GC-MS (os modelosde classi�ca�c~ao s~ao constru��dos a partir de espectros
experimentais de refer̂encia). Estes autores estudaram diferentes modelos de redescon-
cluindo queuma hierarquiade redes,cadauma comum �unico output, conduziaa melhores
previs~oes.As redeshier�arquicasclassi�cam correctamente osespectrosem 98%doscasos.

Depois de algunsexemplosrelacionadoscom a biologia, agro-qu��mica e industria qu��-
mica o pr�oximo vai mostrar como as redesneuronais, juntamente com a espectrometria
de massa,podem ser �uteis �a qu��mica forense.Nesteexemplo,as redesneuronaisarti�ciais
s~ao utilizadas na implementa�c~ao de um motor de buscanuma biblioteca de espectros de
GC-MS, constituindo uma poderosae �util ferramenta anal��tica para os qu��micos forenses.
Tong e Cheng [23] escolheramum total de 28 drogas, correntemente sobre controlo em
Hong-Kongpara o estudo. Dadosforenses,soba forma de espectrosde massa,foram usa-
dospara o treino (355 espectros)e teste (163 espectros)da rede. Todasasredesneuronais
estudadasnunca �zeram um reconhecimento abaixo de 97,5%sendode 100%o da melhor.

A espectrometria de massatem sido, igualmente, uma preciosaajuda na an�alise de
quest~oes ambientais. Os estudosde biodegrabilidade de �oleos s~ao importantes para o
desenvolvimento de lubri�can tes\amigos" do ambiente podendoser realizadosatrav�esde
um grande n�umero de m�etodos. O m�etodo aceite, a n��vel mundial, �e o teste de 21 dias
desenvolvido pelo\Coordinating European Council" designadopor CEC-L-33-A-93. Basu
et al [24] utilizaram as redesneuronaispara a previs~ao da biodegrabilidadedos �oleoscom
basena suacomposi�c~aoqu��mica, viscosidadee��ndicedeviscosidade.A composi�c~aoqu��mica
�e determinada por NMR e espectrometria de massa. Foram utilizados 31 �oleosbase,de
diferentes origense m�etodos de processamento, no desenvolvimento de um modelo para
prever a biodegrabilidadeutilizando o algoritmo de Retro-Propaga�c~ao.

Tamb�em, na microbiologia, est�a-sea tornar cadavez mais corrente o uso da espectro-
metria de massa. A Py-MS �e uma t�ecnicaanal��tica cada vez mais utilizada, podendo as
redesneuronaister um papel importante a desempenhar. Kenyon et al [25]mostraramque
a aplica�c~ao de redesneuronaisaosdadosobtidos por Py-MS oferecenovas oportunidades
para a classi�ca�c~ao, identi�ca�c~ao e compara�c~ao de microrganismosem biotecnologiae mi-
crobiologiacl��nica. O usode redesneuronaispara a identi�ca�c~ao de membros do grupo de
esp�eciesstreptomycete foi alcan�cadocom sucesso.

No trabalho seguinte �ca, uma vez mais, mostrada a utilidade das redesneuronais
quando utilizadas conjuntamente com a espectrometria de massa. Cada azeite produz
um espectro de massadiferente, conformea sua origem geogr�a�ca, devido a v�arios fac-
tores. A aplica�c~ao das redesa essesdadospermitir�a determinar a sua origem geogr�a�ca.
Para a realiza�c~ao do trabalho foram recolhidasazeitonasde 5 regi~oesde It�alia, dos mais
variados locais e culturas. Ap�os a colheita �e produzido azeite extra virgem. Salter et
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al [26] procederam�a an�alise, em triplicado, por Py-MS. De seguidaos espectros obtidos
foram normalizadose agrupadossegundoa regi~ao, sendodivididos em conjunto de treino
e conjunto teste, numa propor�c~ao 2:1 para Abruzzo:Sardinia e Apulia:Sardinia, e numa
propor�c~ao 1:1 para Lazio:Sicily. Usandouma redeneuronalde um �unico output, que d�a a
provenîenciageogr�a�ca comoum c�odigonum�erico, todasasamostrasforam correctamente
identi�cadas. Este foi o primeiro casoonde a precis~ao e a discrimina�c~ao de Py-MS foi
mostradaem combina�c~ao comredesneuronaispara fazera descri�c~ao de tip osde azeitepor
regi~oes.Contudo j�a em 1994Zupan e Novic [27] tinham utilizado as redesneuronaispara
a classi�ca�c~ao de azeites.

O �ultimo exemplomostrado,relativamente a aplica�c~oesderedesneuronaisemespectro-
metria de massa,ser�a uma aplica�c~ao semelhante �a anterior. Contudo, em vez da determi-
na�c~aoda origemdeazeiteso objectivo �ea determina�c~aoda origemdevinhos. Montanarella
e Bassani[28]aplicarama Py-MS a 33amostrasde vinhoscerti�cados de diferentes regi~oes
de Espanha,Fran�ca e It�alia. Os espectrosde massaobtidos foram divididos em conjunto
de treino e conjunto teste. O treino foi feito utilizando o algoritmo de Retro-Propaga�c~ao.
Mais de 90% das amostrasde vinho foram correctamente identi�cadas, de acordo com o
seupais de origem, ap�os o treino da rede. N~ao foi, contudo encontrada nenhuma rela�c~ao
entre os espectros de Py-MS e a esp�ecieou zona de cultivo. Apesardissoa t�ecnicapode
seraplicadapara uma r�apida identi�ca�c~ao do pa��s de origemde uma amostrade vinho. A
combina�c~ao com outras t�ecnicas(IR-MS, NMR) pode dar informa�c~ao complementar sobre
as regi~oesde origem da amostra.

3.2 Outras Aplica� c~oes em Qu��mica

Al�em das aplica�c~oes �a espectrometria de massa,existem outras aplica�c~oes relacionadas
com a qu��mica anal��tica, desdea cromatogra�a gasosaat�e �a electroforesecapilar passando
por v�arias t�ecnicasespectrosc�opicas [27,29{32]. Tem-se,como exemplo, o trabalho de
Long et al [29] que utiliza uma rede de Retro-Propaga�c~ao para reconhecimento de dados
cromatogr�a�cos. Osdados,a classi�car, referem-sea combust��veisdeavi~aoa jacto obtidos,
por cromatogra�a gasosae GC-MS.

Em seguidamostram-seexemplosde aplica�c~ao �a qu��mica orgânica, qu��mica-f��sica, �a
espectroscopiade infra-vermelhoe, por �m, �a ressonância magn�etica nuclear.

3.2.1 Aplica� c~ao �a Qu��mica Org ânica

A aplica�c~ao de redesneuronais�a qu��mica orgânicapode efectuar-sede v�arias formastendo
em conta o objectivo desejado.

Em 1990Elrod et al [33] utilizaram as redesneuronaispara prever reac�c~oesde substi-
tui�c~ao electrof��lica arom�atica. A estrat�egiaseguidaconsistiuem treinar uma redeneuronal
como algoritmo de Retro-Propaga�c~aoqueprevisseosprodutos desubstitui�c~ao electrof��lica
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em benzenossubstitu��dos. Os resultadosobtidos s~ao semelhantes �as previs~oesde outros
m�etodos te�oricosdosexperimentalistas.

Outra aplica�c~aoencontrada na literatura �eo estudodosprodutos da nitra�c~ao,efectuado
por Kvasnicka et al [34]. Este trabalho tem comoobjectivo prever o rendimento dereac�c~oes
de nitra�c~ao, na posi�c~ao meta, para uma s�erie de benzenosmono-substitu��dos.

Chene Gasteiger[35], em 1996,utilizaram uma redeneuronalpara classi�car reac�c~oes,
dandoespecialaten�c~ao �asreac�c~oesondeexistia a adi�c~ao de uma liga�c~ao C-H a uma liga�c~ao
C=C, tais comoa adi�c~ao de Michael e a alquila�c~ao de Friedel-Crafts. A redeneuronaluti-
lizada foi a redede Kohonen. Ap�oso treino, a redepreviu correctamente 95%dasreac�c~oes
do conjunto teste. Os mesmosautorespublicaram em 1997um trabalho semelhante [36].
Uma vez mais �e utilizada a rede de Kohonen e um conjunto unidadesde input que des-
crevem os centros reactivos da mol�ecula. Al�em de classi�car as reac�c~oesqu��micas, este
trabalho permite, ainda, observar os n��veis de similaridade entre reac�c~oes,sendoposs��vel
obter outras informa�c~oesqu��micasaoestudar-seasposi�c~oesdasreac�c~oesno mapadeKoho-
nen. Os resultadosdo teste foram um poucoinferioresaosdo estudoanterior. Contudo de
salientar a maior complexidadedasmol�eculase dasreac�c~oesestudadasnestecaso.

3.2.2 Aplica� c~ao �a Espectroscopia de Infra-V ermelho

S~ao v�arias as aplica�c~oesde redesneuronais�a espectroscopiade infra-vermelho. A maior
parte dos casos,encontrados na literatura, dizem respeito �a correla�c~ao espectro de infra-
vermelhoestrutura [37{42] e vice-versa[46].

Um dosmuitos trabalhosda previs~aoda estrutura a partir do espectrodeinfra-vermelho
foi o trabalho desenvolvido por Novic et al [37]. Neste trabalho s~ao utilizados dois tip os
de redes neuronais arti�ciais para a an�alise do espectro de infra-vermelho. A rede de
Kohonen, respons�avel pelo mapeamento dos espectros num plano, e a rede de Contra-
Propaga�c~ao, para a determina�c~ao da estrutura do composto. O mapeamento da rede de
Kohonen permite a escolhado conjunto treino e teste sendoestesconstitu��dos por 755 e
2529espectros, respectivamente. Ap�os o treino, a rede prev̂e a estrutura dos compostos
correctamente em cercade 80%doscasos.

Outro exemplosemelhante �e o trabalho de Klawun et al [38]. Nestetrabalho o output
da rede�e constitu��do por 26 gruposfuncionais. �E fornecida�a rede,comoinput, o espectro
e a rede dar�a como output a informa�c~ao sobrea presen�ca ou auŝenciados tais 26 grupos
funcionais. Ap�osa optimiza�c~aoda rede,estarespondecorrectamente a 93,8%dosespectros
relativamente �a presen�ca e 95,7%relativamente �a auŝencia. �E de salientar, o trabalho de
Cleva et al [39],emque�efeita umaabordagemdiferente aoproblema,utilizando um sistema
hier�arquicode redesneuronaispara a determina�c~ao da estrutura. A primeira redefaz uma
classi�ca�c~ao em apenas5 classes:compostoscontendo grupos carbonilo, hidroxilo, amina
etc. Depois, para cadaclasse,existe uma rede para identi�car estruturas mais especi�cas
de cadaum dessestip osde compostos. Uma dasvantagens�e o pequenotamanho de cada
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uma das redesenvolvidas. Redescom poucosoutputs s~ao facilmente optimizadase a sua
performance�e melhor do que a de redesde maioresdimens~oes.

Noscasosreferidos,at�e agora,�e obtida a estrutura do compostoa partir do espectro de
infra-vermelho. Contudo, tamb�em �e poss��vel fazer uma simula�c~ao do espectro a partir da
estrutura do composto. Um exemplodesta aplica�c~ao �e o trabalho de Gasteigeret al [41],
publicado em 1997,em que utilizando uma redede Retro-Propaga�c~ao foi poss��vel simular
a estrutura a partir de um espectro de IV e vice-versa. Este trabalho �e importante visto
que�e bastante �util na identi�ca�c~ao de estruturas. Em 1999,Hemmeret al [42] publicaram
um trabalho mais desenvolvido com osmesmosobjectivos do anterior.

Weigel e Herges[46] tamb�em usaram as redes neuronais para simular espectros de
infra-vermelho. Contudo estesautoresapenassimularam espectrosdecompostosorgânicos
-CHO. Neste trabalho s~ao utilizados dois m�etodos para a simula�c~ao ambos usandoredes
de Retro-Propaga�c~ao. No primeiro o input �e constitu��do pelas freqûenciasharm�onicase
intensidadescalculadaspor um m�etodo semi-emp��rico e no segundopelassubestruturasdo
compostocorrespondente. Para o treino da rede�e utilizado um conjunto de 840compostos
-CHO. Ambos os m�etodos s~ao compar�aveis em termos de performanceoferecendouma
boa qualidade de simula�c~ao na regi~ao 4000-1300cm-1 falhando contudo na regi~ao das
\impress~oesdigitais" (1300-400cm-1).

3.2.3 Aplica� c~ao �a Qu��mica-F ��sica

As aplica�c~oesdas redesneuronais�a qu��mica-f��sica [47{51] permitem prever v�arias propri-
edadescomo,por exemplo,potenciaisde ioniza�c~ao, pontos de ebuli�c~ao, solubilidadeentre
outras.

O primeiro exemplo a apresentar foi publicado em 1994 por Sigman et al [47], onde
�e utilizada uma rede de Retro-Propaga�c~ao para \aprender " a rela�c~ao entre a estrutura
electr�onicae ostr êsprimeiros potenciaisde ioniza�c~ao de 222�atomose i~oescujosvaloresj�a
tinham sido calculadosexperimentalmente. Os resultadosdo teste da rede mostraram-se
concordantes com os valoresexperimentais.

Outra aplica�c~ao interessante �e o mapeamento do potencial electrost�atico de mol�eculas
feito por Gasteigere Li [48]. Os sinaisdas redesneuronaisbiol�ogicass~ao transmitidos ao
longo dos neur�onios por substâncias qu��micas, designadasneuro-transmissores.Existem
pelo menosdois tip osde receptores,os receptoresmuscar��nicose osreceptoresnicot��nicos.
A investiga�c~ao do potencial electrost�atico da mol�ecula�e feito para estudar os segredosda
actividade biol�ogica,utilizando para tal a redede Kohonen. A aplica�c~ao �e efectuadama-
peandopontos de uma superf��cie de van der Waalsa 3D numa superf��cie a duasdimens~oes.
A metodologia, seguidapara o mapeamento das superf��cies do potencial electrost�atico,
consistiu nos seguintes passos:c�alculo das coordenadasat�omicasa 3 dimens~oesusandoo
geradorde estruturas CORINA, c�alculo dascargasat�omicasparciaisutilizando o procedi-
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mento emp��rico PEOE [43{45], c�alculo dospontos do potencial electrost�atico da superf��cie
de van der Waals utilizando o potencial cl�assicode Coulomb e, por �m, escolhaaleat�oria
de 20 000pontos a partir da superf��cie de van der Waalsqueser�a o conjunto treino da rede
deKohonen(com arquitectura 100� 100). Ap�oso treino da rededeKohonenospontos que
estavam pr�oximosna superf��cie devan der Waalss~aomapeadosno mesmoou emneur�onios
vizinhos. Este trabalho permitiu observar que o potencial electrost�atico molecular �e um
factor crucial na liga�c~aodessamol�eculasaosseusreceptores.O mapadeKohonenconserva
a informa�c~ao essencialdo potencial electrost�atico, permitindo a projec�c~ao de propriedades
das superf��cies moleculares. Pode, assim,ser utilizado no estudo da actividade biol�ogica
de compostos.

Em 1996, Hall e Story [49] aplicaram a rede de Retro-Propaga�c~ao, com arquitectura
19� 5� 1, para a previs~ao do ponto de ebuli�c~ao e da temperatura cr��tica de compostosor-
gânicos.Para essaprevis~ao foi utilizado um conjunto treino e testede 268e 30 compostos,
respectivamente, tendo-seobtido um erro de 1,12%para o teste da rede. Para a determi-
na�c~ao das temperaturas cr��ticas, foi utilizada uma rede 9� 4� 1 e um conjunto treino de
147compostose de teste de 18, tendo-seobtido um erro de 0,95%.

Outro trabalho semelhante �e o de Goll et al [50]quetem comoobjectivo a previs~ao dos
pontos de ebuli�c~ao de compostosorgânicosa partir da sua estrutura molecular. O input
da rede�e um conjunto de descritoresseleccionadosrecorrendoa algoritmos gen�eticos.

O �ultimo exemplo,�e a previs~ao da solubilidadeemmeioaquosodecompostosorgânicos
a partir da estrutura molecular Mitchell et al [51] utilizam as redes neuronais para o
desenvolvimento de modelosmatem�aticosquerelacionemasestruturas de um conjunto de
332compostosorgânicoscoma suasolubilidadeemmeioaquoso.Para a escolhado melhor
conjunto de descritoresrelacionadoscom a solubilidadeem meio aquosoforam utilizados
algoritmos gen�eticose\simulated annealing".

3.2.4 Aplica� c~ao �a Ressonância Magn �etica Nuclear

A ressonância magn�etica nuclear �e uma t�ecnicaanal��tica fundamental na an�aliseda estru-
tura de compostosorgânicosem combina�c~ao com outras t�ecnicasespectrosc�opicas. Qual-
quer espectro de NMR seja de prot~ao, carbono, f�osforo ou outros, requer uma an�alise
cuidada que pode levar at�e �a estrutura do composto. As redesneuronais,quando aplica-
das �a ressonância magn�etica nuclear [52{57], permitem uma r�apida previs~ao dos desvios
qu��micosdo composto a analisar.

O primeiro exemplo, encontrado na literatura, refere-seao trabalho de Thomsen et
al [52], em 1989,com o objectivo de reconhecerespectros de prot~ao de a�cucares. A rede
tinha uma arquitectura 400� 6� 6.

Um segundoexemplo,publicadoalgunsanosdepois, abrangetoda a fam��lia de alcanos.
Doucetet al [53]usoua rededeRetro-Propaga�c~aoemqueo input da redeeraumadescri�c~ao
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topol�ogicadasmol�eculastendo obtido bonsresultados.

Outros trabalhos semelhantes s~ao o trabalho de Svozil et al [56] e o de Aires de Sousa
[57]. No primeiro caso, os autores utilizaram uma rede de 3 camadaspara a previs~ao
dos desviosqu��micos dos espectros de carbono 13 de alcanos. Os �atomosde carbono nos
alcanoss~ao, nestetrabalho, descritospor 13 parâmetros. No segundocaso,Aires de Sousa
utiliza uma redede Contra-Propaga�c~ao para a previs~ao de desviosqu��micosdosespectros
de prot~ao do grupo de compostos orgânicosCHn. O conjunto treino �e constitu��do por
744exemplosde prot~oesques~ao representados por descritoresf��sico-qu��micos, topol�ogicos
e geom�etricos, sendoa sua escolhafeita com recursoa algoritmos gen�eticos. O teste da
redeproduziu um erro absoluto m�edio de 0,25ppm. �E importante salientar que esta rede
permitiu prever algunsefeitosestereoqu��micos.



Cap��tulo 4

Reactividade Qu��mica

4.1 In tro du�c~ao ao problema

Uma reac�c~ao qu��mica consiste,fundamentalmente, na quebrade uma ou mais liga�c~oesnos
reagentese na forma�c~aodeuma ou mais liga�c~oespara originar produtos. Para prever como
uma mol�eculareage�e necess�aria informa�c~ao sobreas liga�c~oesmais reactivas da mol�ecula.

Durante muitos anosforam utilizadas basesde dadosde reac�c~oesqu��micaspara deter-
minar seuma dada reac�c~ao podia ou n~ao ocorrer. Seria, contudo, bastante proveitoso se
existissemm�etodos autom�aticos que conseguissemaprender e depois generalizarsobrea
reactividadedasmol�eculas.

Os qu��micosbaseiamo seuconhecimento sobrea reactividadedas liga�c~oesnuma varie-
dadede efeitosde natureza energ�etica, electr�onica e est�erica, no entanto, essesefeitoss~ao
usadosde uma forma qualitativa e a previs~ao das reac�c~oescontinua a ser levada a cabo
por um processointuitiv o. Observandoosgruposfuncionaisde uma mol�ecula,um qu��mico
utiliza a sua experîencia, adquirida ao longo dos anos,para prever quais as liga�c~oesmais
reactivas. No entanto, seexistiremv�ariosgruposfuncionaispresentesqueinterferemecom-
petemuns com osoutros existemcertasliga�c~oesquena auŝenciadessesgruposn~ao seriam
reactivasmasna suapresen�ca sepoderiam tornar. Comopoder�a, ent~ao, esteproblemaser
resolvido?

Existem v�arias hip�otesespara a sua resolu�c~ao. Uma consisteem utilizar m�etodos em-
p��ricos para o c�alculo dos efeitos energ�eticos e electr�onicos. Depois, os parâmetros, que

Figura 4.1: Quebra heter�olitica de uma liga�c~ao. [5]
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traduzem estesefeitos, s~ao utilizados para correlacionare prever a reactividade. Outra
hip�otese �e utilizar m�etodos estat��sticos e de reconhecimento de padr~oes. A utiliza�c~ao
destesm�etodos apresenta a vantagem de levar em linha de conta um maior n�umero de
efeitos electr�onicos e energ�eticos, contudo, implicam que a rela�c~ao entre a reactividade
e os parâmetros f��sico-qu��micos tenha de ser de natureza linear, ou seja, ser facilmente
transformadanum problemalinear. Por�em modeloslinearessimplesraramente descrevem
problemascomplexosde uma forma satisfat�oria. Outra hip�oteseconsisteem desenvolver
um sistemade mem�oria associativa que garanta a rela�c~ao de forma impl��cita, em vez de
modelar a rela�c~ao numa fun�c~ao expl��cita. Por �ultimo, tem-secomohip�oteseas redesneu-
ronais. Estasapresentam comovantagemo facto de seguiremo racioc��nio do qu��mico para
adquirir conhecimento sobrea reactividade qu��mica. O qu��mico observa quais as liga�c~oes
dasmol�eculasque reageme, baseando-senessasobserva�c~oes,generalizaaprendendoquais
as que s~ao mais reactivas, para uma dada mol�ecula. Mas, como sepoder�a transferir este
processopara uma redeneuronal?

O objectivo deste trabalho foi, ent~ao, desenvolver uma rede neuronal que, perante
uma mol�ecula, dissessequais as liga�c~oes que se quebram preferencialmente. Para tal,
implementou-se uma rede neuronal treinada com o algoritmo de Retro-Propaga�c~ao. Este
algoritmo �eusadoparaencontrar umarela�c~aoentre osparâmetroselectr�onicoseenerg�eticos
decadaliga�c~aona mol�eculaea suapropens~aoparaa heter�olise(�gura 4.1). Estamodela�c~ao
n~ao-linear impl��cita �e utilizada para classi�car as liga�c~oesem reactivas ou n~ao-reactivas.

Foram escolhidosdois conjuntos de liga�c~oespor dois m�etodos diferentes (escolhaale-
at�oria e escolhabaseadano desenhoexperimental) para o treino da rede, a partir de um
conjunto de 10 mol�eculasrepresentadas na �gura 4.2.

A redefoi testadacom um conjunto de 29 mol�eculasretiradas da literatura [1{3], al�em
de duas mol�ecula extra [2,5] e outra designadapor alvo (anisole). Dessas32 mol�eculas,
foram escolhidas182quebrasde liga�c~ao (�gura 4.2).

4.2 Par âmetros F��sico-Qu ��micos

A quebradeuma liga�c~ao�e in
uenciada por uma grandevariedadedeefeitosf��sico-qu��micos.
Para estudar essesefeitos, e a sua importância relativa, foram calculadosos parâmetros
para v�arios efeitoselectr�onicose energ�eticos utilizando m�etodos emp��ricos [43,58{61]. O
signi�cado dosparâmetros,obtidos por estesm�etodos,foram estabelecidoscombasenuma
s�erie de c�alculose correla�c~oesde dadosf��sicose qu��micos. As vari�aveis utilizadas incluem
valorespara o efeito de distribui�c~ao de carga [43,58], efeito indutiv o [59], efeito de resso-
nância [58], efeito de polarizabilidade [60] e energiasde dissocia�c~ao da liga�c~ao [61]. Para
cadaliga�c~ao �e calculadaa diferen�ca de cargatotal (� qtot ), a diferen�ca de carga� (� q� ); a
diferen�ca de electronegatividade� (� � � ); a polaridadeda liga�c~ao (Q� ); a estabiliza�c~ao por
ressonância das cargasgeradaspor heter�olise (R � ) e a energiade dissocia�c~ao da liga�c~ao
(BDE), utilizando o PETRA.

O PETRA �e um programaque cont�em v�arios m�etodos implementados, todosde natu-
rezaemp��rica, desenvolvidos, ao longo dosanos,no grupo de investiga�c~ao de J. Gasteiger,
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Figura 4.2: Conjunto de 10 mol�eculaspara o treino da rede e conjunto de 32 mol�eculas
para o teste da redecontendo 182quebrasde liga�c~ao diferentes [1,2,5].

para o c�alculo de propriedadesf��sico-qu��micas de mol�eculasorgânicas[62]. Mais detalhes
sobreos m�etodosemp��ricos encontram-se no ap̂endiceE e na bibliogra�a indicada.

Ossinaisdasvari�aveis� qtot ; � q� ; � � � ; Q� dependemdo sentido da quebrada liga�c~ao,
havendo mudan�ca de sinal quando aquele�e invertido. A estabiliza�c~ao por ressonância �e,
normalmente, diferente n~ao apenasno sinal mas em grandezapara as duas heter�olises
poss��veis, visto que o mecanismopara a estabiliza�c~ao de uma carga positiva ou negativa
no mesmo�atomo difere. Por �m, a R� e a BDE s~ao independentes do sentido da quebra
da liga�c~ao.

4.3 Pro cedimen to

? Escolhade um conjunto de mol�eculaspara o treino da rede(o conjunto de 10 mol�e-
culasfoi fornecidopelo grupo de Espectrometria de Massa,com vista �a resolu�c~ao de
um problemade reactividade);

? C�alculo de sete parâmetros, electr�onicos e energ�eticos, para todas as quebras de
liga�c~ao diferentes dosconjuntos de treino e de teste, utilizando o PETRA.

? C�alculo da reactividadedasquebrasde liga�c~ao, utilizando o m�etodo LoRA;

? Escolhadas liga�c~oesque v~ao constituir o conjunto treino de duasformasdiferentes:

{ Escolhadas liga�c~oesde forma aleat�oria (53 liga�c~oes),
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{ Escolhacom basenum desenhoexperimental a 3 n��veis com 4 parâmetros (48
liga�c~oes).

? Para a realiza�c~ao do desenhoexperimental procedeu-seda seguinte forma:

{ Constru�c~ao da matriz de correla�c~ao dosseteparâmetrosf��sico-qu��micos (foram
exclu��dos os tr êsparâmetrosqueapresentavam maior correla�c~ao com osrestan-
tes)

{ Efectuar o desenhoda experîencia, a tr ês n��veis, com os quatro parâmetros
(gerando81subespa�cos)escolhidosno item anterior, paraasliga�c~oesdo conjunto
de 10 mol�eculas(�gura 4.2)

{ Escolha de uma liga�c~ao de cada subespa�co. Se existirem liga�c~oes no mesmo
subespa�co com reactividadesopostasdeve serescolhidauma liga�c~ao de cada.

? Implementa�c~ao de uma rede neuronal arti�cial com arquitectura 7� 3� 1 (sete uni-
dadesde input, uma para cadavari�avel energ�etica ou electr�onica, tr êsneur�oniosna
camadaoculta eum neur�onio na camadadeoutput) queclassi�ca a quebrade liga�c~ao
comoreactiva ou n~ao;

? Aprendizagem,com supervis~ao da rede neuronal, utilizando o algoritmo de Retro-
Propaga�c~ao. Foramtreinadasduasredes,cadaumacomosconjuntos treino referidos;

? Testedas redesutilizando um conjunto de 31 mol�eculasretiradas da bibliogra�a e
uma mol�eculaalvo.

4.4 Arquitectura da Rede Neuronal

A quebrade uma liga�c~ao foi descrita por seteparâmetrosf��sico-qu��micos logo a redeneu-
ronal teve sete unidadesde input, uma para cada parâmetro. Relativamente �a camada
de output existemduasrespostasposs��veis, liga�c~ao reactiva ou n~ao, assimaquelacamada
poderia ter um ou dois neur�onios. Os estudossobrecasossemelhantes [1] mostram que
utilizando doisneur�oniosde output a somadosdoisvaloresde output �e igual a um. Ent~ao,
a utiliza�c~ao de apenasum neur�onio n~ao traz qualquer desvantagem visto que o resultado
vem compreendidoentre zeroe um.

Restaestabelecero n�umerode camadasocultas e o n�umerode neur�oniosem cadauma
delas. A selec�c~ao do n�umero de camadase do respectivo n�umero de neur�onios �e, geral-
mente, realizadopor tentativ a e erro, ou seja,come�ca-sepor experimentar a arquitectura
mais simples partindo-se de seguidapara arquitecturas mais complexas(aumentando o
n�umero de camadase o n�umero de neur�oniosem cadauma delas)at�e �a resolu�c~ao do pro-
blema. O objectivo �e encontrar uma arquitectura, com um n�umero m��nimo de camadas
e neur�onios, capazde resolver o problema. Este facto �e de salientar visto que pode sur-
gir a pergunta: E porque n~ao utilizar uma arquitectura mais complexaseesta resolver o
problemaperfeitamente? A quest~ao �e que redescom muitos neur�oniospodem aprendera
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Figura 4.3: Arquitectura da redeneuronal. [1]

resolver o problemaperfeitamente, durante o processode treino, perdendono entanto ca-
pacidadede previs~ao quandodeparadascomo conjunto teste. O queacontece�e quesecria
uma situa�c~ao em que a rede �ca t~ao adaptadaao conjunto treino que perdea capacidade
de generaliza�c~ao quandosedeparacom novos casos,n~ao inclu��dos naqueleconjunto.

Ap�os algumasexperîenciase, tendo em conta os dadosencontrados na bibliogra�a [1],
para a resolu�c~ao de problemasde reactividadequ��mica, usou-seuma redeneuronalapenas
comuma camadaoculta compostapor tr êsneur�onios. A redeteve, ent~ao,uma arquitectura
7� 3� 1 (seteunidadesde input, tr êsneur�oniosna camadaoculta eum neur�onio na camada
de output) (�gura 4.3). Em termos de n�umero de pesosa rede teve 7� 3+3� 1+3+1=28
pesos(inclui as liga�c~oesao bias).

O pr�oximo problemaa ser resolvidodiz respeito �a representa�c~ao dosvaloresdasvari�a-
veis de input para cada liga�c~ao. Aos parâmetros f��sico-qu��micos correspondem diferentes
intervalos de valores. Para o conjunto de liga�c~oes�a disposi�c~ao, para o treino e teste da
rede, a diferen�ca de carga � ; por exemplo,varia entre -0.219e 0.219enquanto os valores
da estabiliza�c~ao por ressonânciavariam entre 0.0e 37.685.Para uma melhor adapta�c~ao da
rede neuronal ao problema os valoresde input devem estar compreendidosnum intervalo
entre zero e um. Os valoresde input foram ent~ao escaladospara valoresentre zero e um.
Cada valor de input, correspondente a um dado parâmetro, foi escaladoentre os valores
m�aximo e m��nimo desseparâmetro para todas as liga�c~oesdispon��veis (conjunto de treino
e de teste).

Continua a existir, contudo, um pequenoproblema que diz respeito ainda aosvalores
m�aximos e m��nimos de cada parâmetro. Apesardo conjunto das liga�c~oesdispon��veis ser
representativ o dasquebrasde liga�c~oesposs��veis,emcompostosorgânicos,qual �e a garantia
de que n~ao existem liga�c~oescujos parâmetrostenham valoresfora dos intervalos determi-
nadospara o conjunto treino e teste? Para tentar evitar que fossem,apresentadas �a rede,
ap�os o treino, liga�c~oescujos parâmetrosapresentassemvaloresfora destesintervalos para
cada um parâmetrosprocedeu-sea um alargamento dos intervalos em 10%. Aos valores
m��nimosdosparâmetrosforam retirados10%dosseusvaloresenquanto quepara osvalores
m�aximosforam adicionados10%. Em seguidaefectuou-seo escalamento entre zeroe um.
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Para o treino da rede�e necess�ario, �a partida, a informa�c~aosobreo valor da reactividade
de cada quebra de liga�c~ao. O conjunto dos valoresde reactividade para cada liga�c~ao vai
constituir assimo conjunto alvo da rede. Devido �a falta de informa�c~aosobrea reactividade
das liga�c~oesdo conjunto de treino a determina�c~ao desta foi efectuadaatrav�esdo m�etodo
LoRA.

4.5 C�alculo da Reactividade do Conjun to Alv o

Nestem�etodo usa-seum conjunto de dadoscomuma classi�ca�c~ao bin�aria de objectospara
construir uma fun�c~ao que seja capaz de reproduzir essaclassi�ca�c~ao o melhor poss��vel.
Neste trabalho, a classi�ca�c~ao de uma liga�c~ao como reactiva, ou n~ao, �e usadapara obter
uma fun�c~ao que quanti�ca a reactividadequ��mica, baseadanos parâmetroselectr�onicose
energ�eticos [2].

A classi�ca�c~ao original �e consideradacomouma probabilidade P0 (reactiva=1,0 e n~ao
reactiva=0,0). Esta classi�ca�c~ao �e modeladapor uma fun�c~ao log��stica:

P =
1

1 + exp(� f )
; (4.1)

comouma probabilidadecalculada(P) ondeo expoente (f ) �e expandidocomouma fun�c~ao
linear nosparâmetrosusados(ci ):

f = c0 + c1x1 + c2x2 + ::: + ci x i : (4.2)

Os coe�cientes ci , na equa�c~ao 4.2, s~ao determinadosde forma a minimizar o erro entre
a classi�ca�c~ao inicial P0 e a probabilidade calculadaP. Mais detalhessobreestem�etodo
podem serconsultadoso ap̂endiceD:

O estudomencionadona bibliogra�a [2], que teve comobaseo conjunto teste da rede
implementada, mostra que existem v�arias combina�c~oesde parâmetrosque oferecembons
resultados.A melhorcombina�c~aoapresentada �ea queutiliza seisparâmetrosequeclassi�ca
correctamente todas as liga�c~oesdo conjunto teste dessetrabalho. Contudo, este estudo
tem a particularidade da liga�c~ao carbono-carbonono ciclopropanoter sido mal classi�cada
�a partida com o intuito de veri�car se o modelo conseguiaprever correctamente a sua
reactividade,o que n~ao aconteceu. Outro caso�e a naturezapeculiar da quebrada liga�c~ao
carbono-carbono, na acetona,tamb�em n~ao serpercebida[2].

Contudo, uma combina�c~aodecincoparâmetros(R� ; � � � ; � qtot ; � b; Q� ) eduascombi-
na�c~oesde quatro (� � � ; � qtot ; R� ; � b e Q� ; R� ; � � � ; � b) s~ao asduas �unicascombina�c~oes
queconseguemdistinguir asm�as\classi�ca�c~oes"colocandoo ciclopropanona categoriadas
liga�c~oesn~ao reactivase classi�candoa liga�c~ao carbono-carbono da acetonacomoreactiva.
Utilizando, ent~ao, a combina�c~ao de parâmetros� � � ; � qtot ; R� ; � b obt�em-sea express~ao :

f = � 2; 72� 5; 26� � � + 19; 1� qtot + 0; 354R� � 0; 722� b (4.3)

Substituindo os resultadosdestaexpress~ao na express~ao 4.1, obt�em-sea probabilidade
da quebra de uma liga�c~ao. Esta foi a express~ao utilizada para calcular os valores da
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reactividade das liga�c~oesseleccionadaspara constituir o conjunto treino. Os valores da
reactividades~ao dadosem termos da probabilidadede quebrada liga�c~ao entre zeroe um.

4.6 Treino da rede com um conjun to treino escolhido
de forma aleat�oria

Como j�a se referiu a inten�c~ao desta parte do trabalho foi desenvolver uma rede neuronal
que conseguisseprever a reactividadede quebrasda liga�c~ao, numa mol�ecula,dando como
input seteparâmetros f��sico-qu��micos. O conjunto de dadosdispon��vel deve ser dividido
em dois subconjuntos, um para o treino e outro para o teste da rede.

Uma forma de seleccionaro conjunto de treino �e escolheras liga�c~oesde modo aleat�orio
a partir do conjunto de liga�c~oes dispon��vel. A escolhadas liga�c~oes �e feito a partir do
conjunto de 10 mol�eculas(�gura 4.2). Apesar da escolhade liga�c~oes ter sido realizada
de forma aleat�oria procurou evitar-sequeserepetissemmuitas liga�c~oessemelhantes tendo
sido escolhidasum total de 53 quebrasde liga�c~ao.

Ap�os,a implementa�c~aoda redeneuronal,comalgoritmo deRetro-Propaga�c~ao,calculou-
se os valoresdos sete parâmetros f��sico-qu��micos recorrendoao PETRA, para cada uma
das53 quebrasde liga�c~ao escolhidas.A t��tulo de exemploo ap̂endiceC cont�em osvalores
dos seteparâmetrospara as liga�c~oesde uma mol�eculado conjunto treino, calculadoscom
o PETRA. Ap�os o c�alculo dos parâmetros f��sico-qu��micos determinou-sea reactividade
das liga�c~oesdo conjunto utilizando o LoRA. Ficam, assim,estabelecidosos conjuntos de
treino e alvo da rede, podendo o treino ser iniciado. A primeira tarefa a desempenhar,
no inicio do treino, �e encontrar os melhoresvalores para os parâmetros livres da rede
(parâmetrosda fun�c~ao transfer̂encia,velocidadede aprendizageme momento da rede). A
primeira aproxima�c~ao foi feita aosparâmetrosda fun�c~ao transfer̂enciautilizada (sigm�oide).
A fun�c~ao sigm�oide utilizada tem a forma da express~ao 4.4:

sf (N et; � ; #0) =
1

f 1 + exp[� (� N et � #0)]g
(4.4)

e pode serescrita como:

sf (N et; �
0
; � ) =

1
f 1 + exp[� (N et=� 0 � � )]g

(4.5)

onde 1/ �
0

= � e � = #
0
: Esta mudan�ca foi realizadapela simplesraz~ao de ser assimque

a fun�c~ao est�a implementada na rede. Tentou-seent~ao procurar os valoresdos parâmetros
da fun�c~ao transfer̂encia que produzam um menor erro no treino. Para tal, procedeu-se
ao treino da rede, com 8000ciclos de treino, para todos os valoresdos parâmetrosentre
-5 e 15, com passo0,2. Com basena bibliogra�a [4,6], escolheu-separa velocidade de
aprendizagemo valor de 0,49 e para o momento da rede o valor de 0,89. No �nal cada
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Figura 4.4: Gr�a�cos relativos�a procura dosvaloresdosparâmetrosda fun�c~ao transfer̂encia
que minimizam o erro do treino.

treino calculou-sea respectiva percentagemdeerro. Para estefeito recorreu-se�a express~ao:

%RM S =

vu
u
u
u
t

n iX

s=1

nX

i =1

(ysi � outsi )2

ni n
� 100; (4.6)

ondeysi �e a componente i do vector alvo Ys, outsi �e a componente i do output produzido
pela rede para o vector de input s, ni �e o n�umero de inputs e n �e o n�umero de vari�aveis
de output. Fazendoa representa�c~ao gr�a�ca (�gura 4.4) do valor do erro, que n~ao �e mais
do que o desvioentre o output da redepara um dado input e o seuvalor alvo, em fun�c~ao
dosparâmetros�

0
e � , �e poss��vel observar asregi~oesem queo erro �e menor. Olhando para

a perspectiva de topo do gr�a�co, na referida �gura, observa-seo que se poder�a chamar
de regi~oesde iso-erro, ou seja, regi~oescom o mesmovalor de erro. �E de salientar que o
gradiente de cor do azul - vermelhocorrespondea um aumento do valor da % RMS. Pela
�gura �e poss��vel constatar que a rede apresenta um erro pequenopara valoresde �

0
no

intervalo 0 a 15 e valoresde � no intervalo -5 a 8. Tendo em conta o baixo valor de %
RMS na referida regi~ao, foram escolhidosdois valorespara os parâmetrosda rede dentro
dessazona,tendo-seseleccionadoos valoresde �

0
= 0,2 e � =-2,05.

Visto que a % RMS era baixa n~ao seprocedeu�a buscados valorespara a velocidade
de aprendizageme momento da rede realizando-sedesdelogo um treino da rede sob as
condi�c~oesda tabela 4.1.

O treino da rede, implementada com estesparâmetros,pode ser seguidona �gura 4.5,
onde �e poss��vel observar a evolu�c~ao da % RMS ao longo do n�umero de ciclos de treino.
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Tabela4.1: Condi�c~oesde treino da redeneuronalcomo conjunto treino escolhidode forma
aleat�oria.

Arquitectura 7� 3� 1
Algoritmo de Aprendizagem Retro-Propaga�c~ao
N �umero de ob jectos de treino 53
Par âmetro �

0
da fun�c~ao transfer ência 0.2

Par âmetro � da fun�c~ao transfer ência -2,05
Velocidade de Aprendizagem 0,49
Momen to da rede 0,89
N �umero de ciclos de treino 8000
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Figura 4.5: Gr�a�co para o treino da redee respectivo zoom.

No gr�a�co �a direita, da referida �gura, apresenta-se um zoom do in��cio do treino, onde �e
vis��vel quea redeatinge rapidamente uma % RMS de cercade 1% decorridosapenascerca
de 100 ciclos de treino, atingindo um valor de cercade 0.15%por volta dos 1000ciclos
de treino, ou seja,um treino com 8000ciclosn~ao traz melhoriassigni�cativ as, visto que a
rede j�a est�a perfeitamente adaptadaao problemapor volta dos1000ciclosde treino.

A rede foi testada com um conjunto de 29 mol�eculas,retiradas da bibliogra�a, o qual
cont�em 149quebrasde liga�c~ao diferentes (�gura 4.2). Al�em destas149quebrasde liga�c~ao
foram utilizadas maisduasmol�eculascom15quebrasdeliga�c~aoal�emdeuma mol�eculaalvo
(anisole) sobrea qual n~ao sepossuiqualquer informa�c~ao sobrea reactividade,perfazendo
assimum total de 182quebrasde liga�c~ao para o teste da rede. A reactividadeobtida para
cadaquebrade liga�c~ao do conjunto teste poder�a serobservada no ap̂endiceF.

Na tabela 4.2 apresenta-se um resumo dos resultados obtidos para o teste da rede.
Esta tabela mostra que 3,3% de quebrasde liga�c~ao foram mal classi�cadas. Tal valor
deve ser consideradobastante aceit�avel, tendo em conta os resultados apresentados na
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Tabela 4.2: Resultadosobtidos para o teste da rede neuronal treinada com um conjunto
de liga�c~oesescolhidode forma aleat�oria.

Resultados Obtidos

Treino - N �umero de ciclos ' 2000
Treino - Liga�c~oes utilizadas 53
Treino - RMS / % 0,05
Teste - Liga�c~oes utilizadas 182
Teste - Liga�c~oes mal classi�cadas 6
Teste - % de liga�c~oes mal classi�cadas 3,3

bibliogra�a [1]. Contudo, existem aspectos que podem ser optimizados para melhorar
ainda mais os resultadosda rede. Um dos aspectos refere-se�a selec�c~ao do conjunto de
dadospara o treino da rede. A escolhaaleat�oria das liga�c~oespode originar um conjunto
que n~ao seja representativ o do conjunto global de liga�c~oes,o que ir�a in
uenciar o treino
da redee originar consequentemente, ap�os a aprendizagem,respostaserradastendo como
baseesse\m�a aprendizagem". Uma das hip�oteses�e proceder�a escolhado conjunto treino
recorrendoa uma t�ecnicade desenhoexperimental.

4.7 Treino da rede com um conjun to treino escolhido
utilizando o desenho exp erimen tal

As t�ecnicasdedesenhoexperimental fornecemuma grandequantidade de informa�c~ao �util a
partir de um pequenon�umerode experîencias,permitindo a escolhado n�umerom��nimo de
dadosque cobremo espa�co amostral o mais homogeneamente poss��vel. Quandoo n�umero
de experîenciasquepode ser levado a cabo �e limitado osdesenhosexperimentais oferecem
ent~ao uma forma e�ciente de reduzir o n�umero de experîenciasnecess�arias e de obter a
m�axima informa�c~ao a partir destas,tirando conclus~oesque s~ao v�alidas em todo o espa�co
amostral do problema[1,63{65].

O desenhoexperimental permite usar todas as combina�c~oes poss��veis de factores, a
todososn��veis,envolvidos na experîencia. O n�umerode combina�c~oesposs��veis,N, a serem
feitas �e dado por:

N = nk ; (4.7)

onden �e o n�umero de n��veis e K o n�umero de parâmetros.
Num desenhoexperimental de n��vel m cada uma das coordenadasdo espa�co, neste

casoparâmetrosf��sico-qu��micos, �e dividida em m intervalos e a partir de cada intervalo �e
escolhidoum ponto. Por exemplo,quando tr ês intervalos s~ao escolhidosos objectos s~ao
seleccionadosde tal forma que cadavari�avel �e representada por um valor baixo, um valor
m�edio e um valor alto. O casode um desenho,a tr êsn��veis, com apenasduas vari�aveis �e
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Figura 4.6: Gr�a�co 1-Correla�c~ao entre a diferen�ca de carga total e a polarizabilidade;
Gr�a�co 2-Correla�c~ao entre a diferen�ca de electronegatividade� e a polaridade.

necess�ario um m��nimo de 32 = 9 pontos.
As setevari�aveis,quecaracterizama quebrada liga�c~ao, originam um hiperespa�co com

setedimens~oes. Sefor consideradoum desenhode tr êsn��veis (m=3) s~ao necess�arios 37 =
2187 subespa�cos para caracterizar o problema. Como o n�umero de liga�c~oesdispon��veis
para o conjunto treino �e muito menor,84 liga�c~oes,a maior parte dossubespa�cosn~ao iriam
ser ocupadospor quebrasde liga�c~ao. Sendoassim,o espa�co deve ser reduzidoa um n��vel
menor, ou ent~ao, n~ao utilizar todasas vari�aveis f��sico-qu��micas. Tendoem conta os dados
da bibliogra�a [1] e tendo sidoveri�cado, quesefossemconsideradosapenasdoisn��veisem
vez de tr ês,existiriam muitas liga�c~oesnos mesmossubespa�cos,decidiu-seutilizar apenas
quatro dos seteparâmetrosf��sico-qu��micos para realizar o desenhoexperimental e dividir
as vari�aveis em tr êsregi~oes(tr êsn��veis). Assim, o espa�co amostral �e dividido em 34 = 81
subespa�cos. Surge,ent~ao,o problemadequaisosparâmetrosescolher?Quaisosparâmetros
que in
uenciam mais a reactividade ou que in
uenciam da mesmaforma? Para resolver
esteproblema,a escolhadosquatro parâmetros,para efectuaro desenhoda experîencia,foi
baseadanuma matriz de correla�c~ao dosparâmetrosvisto que,em principio, osparâmetros
f��sico-qu��micosquetiveremuma maior correla�c~aos~aosubstitu��dosno desenhoexperimental
apenaspor um. Tal �e baseadono facto de que seexistir uma varia�c~ao linear dos valores
dosparâmetros,consoante asliga�c~oes,ent~ao estesdevem ter uma in
u ênciasemelhante na
reactividade. A t��tulo exempli�cativo s~ao mostradosdois gr�a�cos de correla�c~ao na �gura
4.6 encontrando-se os restantes gr�a�cos de correla�c~ao entre todos os parâmetros f��sico-
qu��micos no anexo G. Considerandoos valoresobtidos para os coe�ciente de correla�c~ao
entre todososparâmetrosfoi constru��da a tabela 4.3 queconstitui a matriz correla�c~ao dos
parâmetrosf��sico-qu��micos.

Tendo como base informa�c~ao qu��mica e os resultados obtidos na matriz correla�c~ao,
escolheram-seas seguintes vari�aveis: estabiliza�c~ao por ressonância (R � ), polarizabilidade
(� b), polaridade(Q� ) e diferen�ca de electronegatividade� (� � � ).
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Tabela 4.3: Matriz correla�c~ao dos parâmetros para todas as liga�c~oesdispon��veis para o
treino da rede.

� � � � q� R� � b � qtot Q� BDE

� � � 1 -0,21 0,08 -0,14 -0,48 -0,86 0,17
� q� - 1 -0,04 -0,02 0,41 0,23 0,01
R� - - 1 0,06 -0,08 -0,09 -0,11
� b - - - 1 -0,00 0,09 -0,61
� qtot - - - - 1 0,81 -0,05
Q� - - - - - 1 -0,13
BDE - - - - - - 1

O parâmetro diferen�ca de carga � (� q� ); n~ao �e consideradovisto que, para a maior
parte das liga�c~oesdispon��veis para o treino e teste da rede, os dois �atomos que as cons-
tituem n~ao têm carga � ; ou ent~ao, a diferen�ca de carga � �e muito pequena. Apesardo
conjunto treino ter v�arias mol�eculascom an�eis arom�aticos, o conjunto teste �e constitu��do
quase,exclusivamente, por mol�eculasalif�aticas logo este parâmetro n~ao �e muito impor-
tante, comparativamente com outros, na reactividadede uma liga�c~ao. Fica-se,assim,com
seisparâmetrossendonecess�ario excluir maisdois. A diferen�ca de cargatotal (� qtot ) apre-
senta uma correla�c~ao relativamente elevada (0,81) com a polaridade (Q� ) e, sendoassim,
apenasum deles�e escolhido,recaindoa escolhasobrea polaridade. Por �m a energiade
dissocia�c~ao da liga�c~ao (BDE) apresenta uma correla�c~ao de 0,61 com a polarizabilidade,
� b, sendoescolhidaa polarizabilidadepara realizar o desenhoexperimental.

Ap�osefectuaro desenhoda experîencia,a tr êsn��veiscomquatro parâmetros,comas84
liga�c~oesdispon��veispara o treino da redeconstatou-sequeas84 liga�c~oesocupavam apenas
28 dos81 subespa�cosdo desenhoexperimental, um n�umeromanifestamente pequenopara
o treino da redeneuronal. Tal facto pode dever-se,tal como�e poss��vel observar na �gura
4.2, ao facto das mol�eculasfornecidaspara o treino da rede seremem n�umero reduzido
e bastante semelhantes. Das 10 mol�eculasquatro s~ao benzenosmonosubst��tuidos, uma �e
uma dicetona c��clica (benzoquinona) e as cinco restantes s~ao mol�eculasheteroc��clicas de
oxig�enio e de azoto. Das cinco, duas s~ao �eteresc��clicos (1-4,dioxeno e furano) e as outras
tr êss~ao os azobenzenos(derivadosdo benzenoondeo �atomo de azoto com hibrida�c~ao sp2

toma o lugar deum C-H ) piridina (azobenzeno),pirimidina (1,3-diazobenzeno)epiridazina
(1,2-diazobenzeno). Tendo em conta estesfactos n~ao �e de estranhar que as 84 liga�c~oes
ocupassemapenas28 subespa�cos. Para tentar colmatar estefacto, foram escolhidasmais
20 liga�c~oesperfazendoum total de 48 para o treino da rede.

Para o treino da rede,procedeu-seda mesmaforma que para o treino com o conjunto
escolhidode forma aleat�oria, ou seja, determinaram-seos valores dos sete parâmetros
f��sico-qu��micos, recorrendoao PETRA, e calculou-sea reactividade utilizando o LoRA.
Em seguidaprocedeu-se�a buscados valoresdos parâmetrosda fun�c~ao transfer̂encia que
minimizam o erro do treino. Tendo em conta os resultadosdo estudo do item anterior,
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Figura 4.7: Gr�a�cos referentes �a buscadosm��nimos de erro para osparâmetrosalfa e beta
da fun�c~ao transfer̂encia.

desta vez procedeu-seao treino da rede apenascom 5000ciclos de treino para todos os
valoresdos parâmetrosde -1 a 1 com passo0,01. Relativamente aos outros parâmetros,
tendo em conta osbonsresultadosobtidos no estudoanterior, foram utilizados osmesmos
valores,ou seja,para a velocidadede aprendizagemo valor de 0,49e para o momento da
redeo valor de 0,89.

Os resultadosobtidos podem ser observadosna �gura 4.7 onde o gr�a�co da esquerda
representa a varia�c~ao da % RMS em fun�c~ao dosvaloresdosparâmetros�

0
e � ; da fun�c~ao

transfer̂encia,e o gr�a�co, �a direita, uma perspectiva de topo do outro sendoposs��vel obser-
var a superf��cie de erro em fun�c~ao dosvaloresdosparâmetros. Para valoresdo parâmetro
�

0
, superioresa 0, em intersec�c~ao com toda a gama de valoresentre 0 e 1 do parâmetro

� ; a rede apresenta um erro bastante baixo. Os valores seleccionadospara o treino da
rede foram 0,04 para o parâmetro �

0
e -0,73para o parâmetro � . Apesarda % RMS ser

bastante baixa, procedeu-sede forma semelhante numa buscadosvaloresda velocidadede
aprendizageme do momento da rede que minimizassema % RMS. O treino da rede foi
realizadocom5000ciclospara todososvaloresda velocidadee do momento entre 0 e1 com
passo0,01. Na �gura 4.8 apresentam-se os resultadosobtidos e da sua an�alise veri�ca-se
que em quasetoda a gamade valoresestudadaa % RMS �e bastante baixa, sendoa �unica
excep�c~ao a �area que resulta da intersec�c~ao dos valoresdo momento da rede superioresa
0,2 com os valoresda velocidadede aprendizagemsuperioresa 0,8. Os valoresselecciona-
dos foram 0,94 para o momento da rede e 0,03 para a velocidade de aprendizagem. Foi
escolhidoum dos menoresvalorespara a velocidadede aprendizagem,para observar qual
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Figura 4.8: Gr�a�cos referentes �a buscadosvaloresqueminimizam o erro do treino para os
parâmetrosvelocidadede aprendizageme momento da rede.

o comportamento da rede a esta velocidade,em contraponto com o primeiro estudoonde
foi utilizada uma velocidadede aprendizagemelevada.

O treino da rede, �nal foi realizadonascondi�c~oesexpressasna tabela 4.4. O treino da
rede implementada, com estesparâmetros,pode serobservado na �gura 4.9 onde�e vis��vel
a evolu�c~ao da % RMS ao longo do n�umerode ciclosde treino. Como�e poss��vel constatar,
ap�os500ciclosde treino, a % RMS j�a era inferior a 0,5%,ou seja,comono casoanterior,
a rede j�a est�a perfeitamente adaptadaao problemaap�os cercade 1000ciclosde treino.

A redevai ser testadacom o mesmoconjunto de 182liga�c~oes,utilizado para o teste da
redetreinada com o conjunto escolhidode forma aleat�oria. O ap̂endiceF cont�em as reac-
tividades obtidas para cadaquebrade liga�c~ao do conjunto teste. Ser�a apenasapresentada
tabela 4.5 com o resumodos resultadosobtidos.

Do conjunto de 182 liga�c~oes,utilizadas para o teste da rede, houve apenas5 quebras
de liga�c~ao mal classi�cadas.

4.8 Compara�c~ao dos dois m�eto dos

Comparandoos dois m�etodos, pela tabela 4.6, �e poss��vel constatar que os resultadoss~ao
bastante semelhantes, quer no treino quer no teste. No entanto, os resultadosda rede
treinada com o conjunto de liga�c~oesescolhidascom baseno desenhoda experîencia s~ao
ligeiramente melhores.

O n�umerode ciclosnecess�arios para o treino da redefoi de cercade 2000em ambosos
casos.Contudo �edesalientar queno casodo desenhoda experîenciaforam utilizadas menos



4.8 Compara�c~ao dos dois m�eto dos 49

Tabela 4.4: Condi�c~oesde treino da rede neuronal com o conjunto escolhidocom baseno
desenhoda experîencia.

Arquitectura 7� 3� 1

Algoritmo de Aprendizagem Retro-Propaga�c~ao
N �umero de ob jectos de treino 48
Par âmetro �

0
da fun�c~ao transfer ência 0,04

Par âmetro � da fun�c~ao transfer ência -0,73
Velocidade de Aprendizagem 0,03
Momen to da rede 0,98
N �umero de ciclos de treino 8000

0 2000 4000 6000 8000
Número de ciclos de treino

0

5

10

15

20

%
 R

M
S

500 1000 1500 2000
Número de ciclos de treino

0

0,5

1

1,5

2

2,5

%
 R

M
S

Figura 4.9: Gr�a�co para o treino da redecom os parâmetrosoptimizadospara um treino
de 5000ciclose respectivo zoom.

Tabela 4.5: Resultadosobtidos para o teste da rede neuronal treinada com um conjunto
de liga�c~oesescolhidocom baseno desenhoda experîencia.

Resultados Obtidos
Treino - N �umero de ciclos 2100
Treino - Liga�c~oes utilizadas 48
Treino - RMS / % 0,07
Teste - Liga�c~oes utilizadas 182
Teste - Liga�c~oes mal classi�cadas 5
Teste - % de liga�c~oes mal classi�cadas 2,7
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Tabela 4.6: Compara�c~ao dos resultadosobtidos para os dois m�etodos utilizados para a
escolhadas liga�c~oesdo conjunto treino

Escolha
Aleat�oria

Desenho
Exp erimen tal

Treino - N �umero de ciclos ' 2000 2100
Treino - Liga�c~oes utilizadas 53 48
Treino - RMS / % 0,05 0,07
Teste - Liga�c~oes utilizadas 182 182
Teste - Liga�c~oes mal classi�cadas 6 5
Teste - % de liga�c~oes mal classi�cadas 3,3 2,7

Tabela 4.7: Compara�c~ao dos resultadosobtidos com os da bibliogra�a [1] (treino da rede
com o conjunto escolhidode forma aleat�oria).

Resultados
Obtidos

Resultados da
bibliogra�a [1]

Treino - N �umero de ciclos ' 2000 1600
Treino - Liga�c~oes utilizadas 53 64
Treino - RMS / % 0,05 0,04
Teste - Liga�c~oes utilizadas 182 85
Teste - Liga�c~oes mal classi�cadas 6 7.1
Teste - % de liga�c~oes mal classi�cadas 3,3 8,35

cinco liga�c~oespara o treino da rede tendo uma % RMS ligeiramente superior (0,02%). A
% RMS �e, no entanto, inferior a 0,01%em ambos os casos,ou seja, tem-seem ambos os
casosum erro insigni�cante ap�os cercade 2000ciclos de treino. No entanto ao observar
os gr�a�cos das �guras 4.5 e 4.9 �e poss��vel constatar que em ambos os casosa % RMS era
inferior a 1% aos500 ciclos de treino, indicando que ap�os a optimiza�c~ao dos parâmetros
da redeneuronalestaseadapta facilmente ao problema. Tal �e con�rmado quandoa rede�e
testada. O testefoi feito com182liga�c~oessendode6 o n�umerodeliga�c~oesmal classi�cadas,
para o treino realizadocom o conjunto escolhidode forma aleat�oria, e 5 para o conjunto
escolhidotendo comobaseo desenhoda experîencia. Foi obtido assim,em ambososcasos,
uma percentagem de quebrasde liga�c~ao mal classi�cadas de cerca de 3%, 3,3 e 2,7 %
respectivamente.

Comparandoestesresultados(tabelas4.7 e 4.8) com osda bibliogra�a �e poss��vel cons-
tatar alguns aspectosrelevantes. Um deles�e o facto do treino da rede ter sido realizado
comum n�umeroinferior dequebrasde liga�c~ao, respectivamente, 53 (escolhaaleat�oria) e 48
(desenhoda experîencia)contra 64 utilizadas por Simonet al [1] para o treino. �E de referir
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Tabela 4.8: Compara�c~ao dos resultadosobtidos com os da bibliogra�a [1] (treino da rede
com o conjunto escolhidocom baseno desenhoexperimental).

Resultados
Obtidos

Resultados da
bibliogra�a [1]

Treino - N �umero de ciclos 2100 1220
Treino - Liga�c~oes utilizadas 48 64
Treino - RMS / % 0,07 0,02
Teste - Liga�c~oes utilizadas 182 85
Teste - Liga�c~oes mal classi�cadas 5 3,4
Teste - % de liga�c~oes mal classi�cadas 2,7 4

que os resultadosda bibliogra�a n~ao dizem respeito apenasao treino de uma rede mas �a
m�edia dos resultadosde 10 treinos. Estesautores, com baseno conjunto de liga�c~oesdis-
pon��veis, procederamao treino da redecom 10 conjuntos diferentes escolhidos,utilizando
um m�etodo, e outros 10 conjuntos escolhidoscom baseno outro m�etodo, cada um com
64 quebrasde liga�c~ao. Contudo, apesardo treino ter sido levado a cabo com um n�umero
inferior de liga�c~oes,a percentagem de liga�c~oesmal classi�cadasfoi inferior em ambos os
casos.Para o testeda redetreinada como conjunto escolhidode forma aleat�oria, obteve-se
um valor 3,3%de liga�c~oesmal classi�cadascontra 8,35%da referida bibliogra�a [1], ocor-
rendo assimuma melhoria superior a 5%. Quanto ao teste da rede treinada com o outro
m�etodo de escolhade liga�c~oes,a diferen�ca j�a n~ao foi t~ao grande,continuando no entanto a
ser inferior. Foi obtido um valor de 2,7%contra 4% da bibliogra�a.

�E de salientar, o facto da redeter sido testada com cercado dobro das liga�c~oes,relati-
vamente ao trabalho da bibliogra�a enquanto queosconjuntos treino s~ao constitu��dos por
um n�umero inferior de quebrasde liga�c~ao.

4.9 Conclus~oes

Tendoem conta os resultadosobtidos, veri�ca-se que a capacidadede previs~ao �e de cerca
de 97% de quebras da liga�c~ao. Conclui-se, ent~ao, que a rede prev̂e a reactividade de
acordocom a freqûenciaexperimental de quebrasde liga�c~ao. Pode, ainda, concluir-seque
a rede aprendeua rela�c~ao entre os parâmetros electr�onicos e energ�eticos e a propens~ao
para a quebrade liga�c~ao. Um facto que apoia estaa�rma�c~ao foi o teste realizadopara as
duas mol�eculasextra e para mol�ecula alvo do conjunto teste. Os valoresobtidos para a
reactividadedas liga�c~oesdestasmol�eculass~ao concordantes com osda bibliogra�a [1,2,5].
A previs~aoda reactividadedasliga�c~oesdestasmol�eculasvai sofrerumaaten�c~aoemespecial,
apesarde estareminclu��das no conjunto teste, devido �as suascaracter��sticas.

A mol�eculada �gura 4.10possuio grupo tiol que n~ao existeem nenhuma mol�eculado
conjunto treino, logo a previs~ao da reactividadedesta mol�ecula�e outra boa prova de que
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Figura 4.10: Quebrasde liga�c~aoprevistaspela redeneuronal(esquerda)e compara�c~ao com
os valoresobtidos na bibliogra�a [5] (direita) para o 10-Bromo-2-deca-3,5,7-trieno-2-tiol.
As setasindicam para qual �atomo o par de electr~oesvai ap�os a quebra da liga�c~ao e os
valoresa probabilidadede heter�olise.
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Figura 4.11: Mol�eculaextra (3-ciano-propil-fosfano)e alvo (anisole)do teste da rede.

a rede\aprendeu" a rela�c~ao entre os parâmetros f��sico-qu��micos e a reactividade de uma
mol�ecula.

A rede consideraa dissocia�c~ao do i~ao brometo e do grupo tiol, ambos em posi�c~oes
alil��cas,especialmente reactiva, com uma probabilidadede heter�olisede 1,0 e 0,92,respec-
tivamente assimcomo o prot~ao na posi�c~ao alil��ca central (0,63) e o prot~ao do grupo tiol
(0,77). Por outro lado, a redeneuronalconsideraqueasposi�c~oesalil��casno �m do sistema
s~aomenosac��dicas. Estesresultadosest~aoconcordantescomosresultadosesperados,como
�e poss��vel constatar na �gura 4.10ondesefaz a compara�c~ao dosresultadosobtidos com os
da bibliogra�a [5].

Salienta-seo facto da redeneuronalter previsto correctamente a reactividadedo grupo
tiol, tendo em conta que o conjunto treino n~ao possu��a nenhuma mol�eculacom estegrupo
funcional ou quaisquer�atomosde enxofre. A redeconsegue,assim,generalizara partir dos
dadosde input, percebendo a informa�c~ao sobrea in
u ência na reactividade, contida nos
parâmetroselectr�onicose energ�eticosusadoscomo input. Assim podem ser submetidas�a
redetip osde �atomose de liga�c~oesque n~ao tenham participado no treino.

Presta-seagoraaten�c~ao �a segundamol�eculaextra, consideradano conjunto treino (�-
gura 4.11). Esta mol�eculapossuium �atomo de f�osforoe um grupo nitrilo, ou seja,liga�c~oes
que tamb�em n~ao foram fornecidaspara o treino da redeconstituindo assimmais um bom
teste para esta. As fos�nas s~ao �acidosfracosestandoa previs~ao da perda de um prot~ao
como n~ao reactiva concordante com a baixa acidezda liga�c~ao P-H. Quanto �a quebra de
liga�c~ao carbono-carbono do �atomo do carbono central ao carbono adjacente ao grupo ni-
trilo a classi�ca�c~ao comon~ao reactiva est�a igualmente correcta, tendo em conta osvalores
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da bibliogra�a [2]. A desprotona�c~ao de um grupo metileno, adjacente ao grupo nitrilo, �e
outra reac�c~ao com probabilidade de ocorrer, assimcomo, a perda do i~ao cianeto, ambas
concordantes com a informa�c~ao retirada da bibliogra�a [2]. Por �m a heter�olisede uma li-
ga�c~ao C-N, no grupo nitrilo, �e semelhante �a quebrapolar no grupo carbonilo. Esta quebra,
classi�cada comoreactiva pela rede,est�a concordante com os dadosexperimentais retira-
dos da bibliogra�a visto que a hidr�olise b�asicado nitrilo mostra que o ataque nucle�o�lo,
no �atomo de carbono do nitrilo, acontecena realidade.

Por �m, �e de chamar a aten�c~ao para a mol�eculaalvo, o anisole.N~ao tendo informa�c~ao
sobre a reactividade desta mol�ecula obtida por via te�orica pode-se,mesmoassim, tirar
algumasconclus~oessobreos valoresobtidos.

O anisole�e um benzenomonosubst��tuido e sendoassim,em principio, as liga�c~oesC-C
do anel ser~ao poucoreactivasdevido �a suaaromaticidadeque lhe confereuma estabilidade
adicional. Tal facto �e concordante com os resultadosobtidos visto que todas as quebras
de liga�c~ao C-C s~ao dadas pela rede como n~ao reactivas. Preste-seagora aten�c~ao sobre
as poss��veis perdas de prot~ao e de hidreto por parte do anel benz�enico. Relativamente
�a perda de hidretos todas as possibilidadest êm uma reactividade zero visto que n~ao �e
favor�avel a perda de H � por parte da mol�ecula. Quanto �a perda de prot~oes,a redeprev̂e
que este tip o de quebra de liga�c~ao ocorra. Contudo, �e necess�ario analisar os resultados
obtidos. A rede prev̂e uma reactividade de 0,9 para o prot~ao na posi�c~ao orto, de 0,7
para a posi�c~ao meta e de cercade 0,8 para a posi�c~ao para, ou seja, ela prev̂e que estes
hidrog�eniostenham um caracterac��dico mascomvaloresdiferentes consoante a posi�c~ao no
anel. Ser�a que a rede consegueperceber quais os hidrog�eniosmais ac��dicos na mol�ecula,
interpretando assima in
u ência que o grupo met�oxido possater na reactividade do anel
arom�atico? O grupo met�oxido �e um grupo aceitadorde cargapor efeito indutiv o, devido �a
suaelevada electronegatividadeem compara�c~ao com os outros �atomosda mol�ecula,ent~ao
em principio, o prot~ao na posi�c~ao orto ser�a o mais ac��dico visto que, por efeito indutiv o,
ocorre deslocaliza�c~ao de cargapara o oxig�enio, havendo enfraquecimento da liga�c~ao C-H.
Nasposi�c~oesmeta epara, o efeito indutiv o j�a n~aosefaz notar comtanta intensidade,sendo
a suaacidezmenorrelativamente aohidrog�enioda posi�c~ao orto. Os resultadosobtidos s~ao,
assim,concordantes com estaan�alise. Em termosde perdade prot~oes�e de focar, tamb�em,
a perdadeprot~aopor parte do grupo metilo que�e igualmente in
uenciada pelooxig�enio. A
electronegatividadedo oxig�enio provoca, igualmente, um aumento de acidezdesteprot~ao,
sendoa quebradestaliga�c~ao favor�avel o que foi prevista pela rede. Falta ent~ao estudaras
quebrasdeliga�c~aoqueenvolvemdirectamente o grupo met�oxido. Para melhorcompreender
estesresultadosvai-serecorrer a dadosda espectrometria de massapara mol�eculasdeste
tip o, ou seja,�eteresarom�aticos.

Os �eteresarom�aticos t êm, em espectrometria de massa,picos molecularesbastante
caracter��sticosestandoosseusprodutosdefragmenta�c~aono espectrodemassadirectamente
relacionadoscoma presen�cado anelarom�atico [72,73]. As quebrasdeliga�c~oesemmol�eculas
do tip o Ar � O � R, envolvem quebrasde liga�c~ao C-O ocorrendoa forma�c~ao de cati~oes
arilo e aril�oxido [72,73]. Nas reac�c~oesdo anisole,a cargapositiva tende a �car no anel, ou
seja havendo a forma�c~ao dos fragmentos Ar + e Ar � O+ . No primeiro caso,a rede est�a
de acordo com estemecanismovisto que para dissocia�c~ao do grupo met�oxido, �cando o
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benzenocom a cargapositiva, a redeprev̂e uma reactividadede 0,92enquanto quepara a
quebraem sentido oposto uma reactividadede 0. Restaapenasestudar a reactividadedo
grupo metilo. Segundoo mecanismoj�a apresentado, a mol�eculadeveria quebrar segundo
o sentido O-Me, no entanto, para estaquebrade liga�c~ao a redeprev̂e uma reactividadede
0, enquanto para a quebraem sentido contr�ario a redeprev̂e uma probabilidadede quebra
de liga�c~ao de 0,99. Esta �e a �unica quebra de liga�c~ao, das tr ês mol�eculasestudadas,em
que a previs~ao da redeapresenta uma reactividadecontr�aria �a dosvaloresda bibliogra�a.
Al�em desteerro, existem mais alguns no conjunto teste sendoestesaceit�aveis tendo em
conta o pequenoe poucodiversi�cado conjunto treino utilizado. Estesn~ao ser~ao estudados
visto que o importante e interessante era veri�car como a rede reagia na classi�ca�c~ao de
tip osde liga�c~oesquen~ao estavam contidas no conjunto treino, tendo-severi�cado uma boa
resposta por parte dela.

Apesarda redeapresentar j�a uma capacidadede previs~ao de cercade 97%,seriacuri-
osoveri�car se estesresultadospoderiam ser melhorados. Existem v�arias altera�c~oesque
poderiamserimplementadas,para tentar melhorara capacidadedeprevis~aoda rede. A pri-
meira medidaa tomar seriaaumentar o n�umerode mol�eculasdo conjunto treino dotando-o
de uma maior diversidadede liga�c~oespara estesetornar mais representativ o de todas as
liga�c~oesquepodem ocorrer em mol�eculasorgânicas.Por outro lado, apesardo desenhoda
experîenciadar j�a uma certa seguran�ca na escolhadas liga�c~oespara o conjunto treino n~ao
seria de descurara implementa�c~ao de uma rede de Kohonen para realizar o mapeamneto
das liga�c~oes.Ap�oso mapeamento das liga�c~oesnum plano, em principio, estemapeamento
iria conservar todasaspropriedadesf��sico-qu��micasdasliga�c~oes,�cando asmaissemelhan-
�casna mesmazonado plano ou emzonasvizinhas. Estem�etodo, emrela�c~aoao desenhoda
experîencia,tem a vantagemdelevar emlinha deconta todososparâmetrosf��sico-qu��micos
em vez de apenasquatro. Outra altera�c~ao que poderia ser feita diz respeito ao algoritmo
de aprendizagem. Apesardo algoritmo de Retro-Propaga�c~ao ser dos mais utilizados em
aplica�c~oes�a qu��mica, oferecendobons resultados,n~ao signi�ca que seja a melhor solu�c~ao
para o problema. Existem outros algoritmos que podem ser experimentados, tais comoo
algoritmo de Contra-Propaga�c~ao entre outros.



Cap��tulo 5

Considera�c~oes �nais

\Ther e is nothing moredi�cult to takein hand,moreperilous to conduct,or moreuncertain
in its success,than to take the lead in the intr oduction of a new order of things."

Niccolo Machiavelli, The Prince

\One machinecan do the work of �fty ordinary men. No machine can do the work of
one extraordinary man."

Elbert Hubbard

Com o aparecimento denovosalgoritmosdeaprendizagemtorna-secadavezmaisatrac-
tiva a aplica�c~aoderedesneuronaisemqu��mica. Elaspossibilitam a resolu�c~ao deproblemas
de classi�ca�c~ao, modela�c~ao, associa�c~ao e mapeamento permitindo assima resolu�c~ao de um
granden�umero de problemas.

�E de salientar, que a resolu�c~ao de algunsdos problemaspode ser realizadarecorrendo
a m�etodosestat��sticosou de reconhecimento de padr~oes,contudo, asredesneuronaisapre-
sentam capacidadesqueultrapassamaspossibilidadesdosm�etodostradicionais de an�alise
de dados. �E de especial importânciao facto de asrela�c~oesentre osdadosde input e osva-
loresde output n~ao precisaremde serespeci�cadasnuma forma matem�atica, sendoaquelas
rela�c~oesrepresentadas implicitamente o quepermite a modela�c~ao de rela�c~oesn~ao-lineares.

O usoderedesneuronaisrequeralgumaexperîenciasendodegrandeimportância,paraa
resolu�c~ao do problema,a estrat�egiaseguidapara a representa�c~ao dedados.Quanto melhor
a informa�c~ao qu��mica a serprocessadafor \codi�cada" mais f�acil setornar�a a resolu�c~ao do
problema.

Quer a aplica�c~ao das redesneuronaisao problema da reactividade qu��mica quer os
problemasrelacionadoscom a espectrometria de massas~ao exemplosda capacidadedas
redesneuronaispara a resolu�c~ao de problemasde classi�ca�c~ao em qu��mica. Em ambos
os casosas redesmais t êm arquitecturas de multi-camada treinadas com o algoritmo de
aprendizagemde Retro-Propaga�c~ao.

55
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A complexidadedo problema a resolver, que pode implicar um n�umero de dados de
treino elevado, pode levar a um aumento no tempo de treino. Isto, no entanto, n~ao deve
causar apreens~ao visto que uma rede para a resolu�c~ao de um problema em especial s�o
precisade ser treinada uma vez. Ap�os o treino as previs~oesde novos resultados�e feita
rapidamente.

O potencial das redes neuronais para o processamento de informa�c~ao qu��mica est�a
ainda bem longede ser totalmente explorado. Em qu��mica, a maior parte das tarefas,diz
respeito �a atribui�c~ao de objectosa uma certa categoriaou �a previs~ao de caracter��sticasde
objectos,da�� a grandeaplica�c~ao do algoritmo de aprendizagemde Retro-Propaga�c~ao. Tal
n~ao implica, contudo, queestesejao melhor algoritmo de aprendizageme queresolva mais
facilmente os problemas.Na verdade,estealgoritmo ganhouuma grandepopularidadede
in��cio devido �a suacapacidadede resolu�c~ao de problemasde classi�ca�c~ao e a suafacilidade
de implementa�c~ao relativamente a outros, n~ao sendoassim de estranhar o seu sucesso.
No entanto existem algoritmos mais complexosque come�cam agora a ser usadospara a
resolu�c~ao dosmais diversosproblemas.

Relativamente aosexemplosmostrados,�e f�acil observar o queasredesneuronaistrazem
relativamente a aplica�c~oes�a espectrometriademassa.Esta �eumat�ecnicaanal��tica aplicada
a v�arias �areastais como pesquisaambiental, ind�ustria, medicina, agricultura, biologia e
at�e no desporto (casosde an�alisesanti-doping, por exemplo)entre outras.

O grandedesenvolvimento que a espectrometria de massaconheceunos �ultimos anos,
permite uma an�alisedemisturascadavezmaiscomplexastornando-auma t�ecnicaanal��tica
cadavez mais poderosa. A aplica�c~ao de redesneuronais�a espectrometria de massapode
dar tamb�em um contributo. Se pensarmos,por exemplo, nas vantagens das redes de
computadorese o desenvolvimento de software adequado,para a constru�c~ao e acessoa
extensasbibliotecas de espectrose a respectiva compara�c~ao dos espectrosobtidos com os
da biblioteca, trouxeram concluir, ap�osobservar osexemplosdados,queasredesneuronais
t êm muito a oferecer�a espectrometria de massatornando a an�alise dos resultadosmuito
mais f�acil e r�apida.

Os exemplosdados foram escolhidosde forma a mostrar o quanto s~ao variadas as
aplica�c~oesdas redesneuronais�a espectrometria de massadesdea identi�ca�c~ao de v�arios
tip os de cereais,caracteriza�c~ao de v�arios tip os de vinagres, determina�c~ao da origem de
um dado tip o de azeite ou se este est�a adulterado com outros �oleosou n~ao, an�alise de
combust��veis entre muitas outras. Uma an�alise que ap�os a obten�c~ao do espectro poderia
sermorosaat�e sechegara uma conclus~ao seexistir uma redeneuronal, treinada e testada
para a resolu�c~ao do problema em quest~ao, basta transformar os dados do espectro no
objecto de input introduzi-lo na rede e o resultado �e dado quaseinstantaneamente. �E de
referir igualmente a aplica�c~ao das redesneuronaisarti�ciais a outras �areasda qu��mica.
Al�em das aplica�c~oes�a espectrometria de massareferidasexistem muitas mais aplica�c~oes
a outras t�ecnicasanal��ticas tais como, por exemplo,a ressonância magn�etica nuclear e a
espectroscopiadeinfra-vermelhoqueforam tamb�emabordadasnestetrabalho �cando claro
a preciosaajuda que as redesneuronaispodem dar a problemasde an�alisequ��mica.

Quanto, a aplica�c~oesa outras�areasda qu��mica, foram abordadasasaplica�c~oes�a qu��mica
orgânica, onde as redesmostraram a sua capacidadequando aplicadasa problemasde
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previs~ao de ocorr̂encia de reac�c~oesqu��micas, e �a qu��mica-f��sica. As aplica�c~oes�a qu��mica
f��sica feitas at�e agora incidiram principalmente sobre a previs~ao de propriedadesf��sico-
qu��micas de �atomos e mol�eculas tais como potenciais de ioniza�c~ao, pontos de ebuli�c~ao
e solubilidadesentre outras. Contudo, n~ao �e de descartar, a possibilidadede existirem
nesta �area outras aplica�c~oesem que ainda n~ao se aproveitou todo o potencial das redes
neuronaisarti�ciais. Devido ao grandedesenvolvimento tecnol�ogico dos �ultimos 50 anos,
que permite uma velocidade de c�alculo impens�avel h�a alguns anos,problemasde grande
complexidadeque no passadon~ao tinham hip�otesede resolu�c~ao em tempo �util come�cam
agoraa serresolvidos.No entanto muitos destesproblemass~ao abordadoscom m�etodosj�a
implementadosparaoscasosmaissimples.Ser�a queemvezdeseapostaremnovosm�etodos
de resolu�c~ao dos problemas,seapostar�a cada vez mais no desenvolvimento de tecnologia
que permita a sua resolu�c~ao cada vez mais r�apido pelos m�etodos antigos? Uma coisa�e
certa. As redesneuronaisdevido �a sua grande 
exibilidade, garantida pela car�acter n~ao
linear da fun�c~ao transfer̂enciae um conjunto de pesosque lhe garante grausde liberdade
su�ciente para seadaptar aoproblema,tem capacidadepara resolver problemascomplexos
de natureza n~ao linear. As redesneuronaispodem assim,com certeza,ofereceruma nova
forma de abordagema v�arios problemasda qu��mica-f��sica dando o seu contributo para
resolu�c~ao destes.

Relativamente �a aplica�c~ao das redesneuronaisao estudoda reactividadequ��mica �e de
focar o sucessoda presente aplica�c~ao tendo sido implementada uma rede que aprendeua
rela�c~ao entre um conjunto de parâmetrosde natureza energ�etica e electr�onica e a reacti-
vidade de liga�c~oesqu��micas realizando a previs~ao para uma grande gama de compostos
orgânicoscom um sucessode cercade 97%.

Por �ultimo, �e de salientar que apesarda aplica�c~ao de redesneuronaisem qu��mica ser
ainda relativamente jovem e longede estar totalmente explorado,principalmente em Por-
tugal onde est~ao a ser dadosainda os primeiros passos,existe j�a um grande n�umero de
publica�c~oesnas �areasda espectrometria de massa,, bacteriologia, microbiologia, biotec-
nologia, qu��mica ambiental, controlo de qualidade de alimentos, an�alise de combust��veis,
an�alise de pesticidas,etc. o que refor�ca a con�an�ca no seupotencial e na sua capacidade
para, num futuro pr�oximo, ser uma ferramenta a utilizar por qualquer qu��mico para uma
mais r�apida resolu�c~ao dosseusproblemas.
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Ap êndice A

Exemplos de Aplica� c~oes

I
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TabelaA.1: Estrat�egiasdeaprendizagemderedesneuronaisesuasaplica�c~oesemdiferentes
tip osde problemas.[5]

Rede de Rede Rede de Back- Counter-
Hop�eld ABAM Kohonen Pr opagation Pr opagation

Classi�ca� c~ao ? ? ? ?

Mo dela�c~ao ? ?

Associa�c~ao ? ? ? ?

Map eamento ? ?

Pro cesso Sem Com e sem Sem Com Com

de aprendizagem supervis~ao supervis~ao supervis~ao supervis~ao supervis~ao
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Tabela A.2: Exemplosde aplica�c~oesem qu��mica. BPE: Retro-Propaga�c~ao of errors, KL:
Kohonen Learning, CP: Counter-Propagation, MW: Moving Window, GA: Genetic Algo-
rithm, QSAR: Quantitative Struture-Activity Relatioships. [4]

Problema Tip o de problema
Tamanho
da rede

M �eto do

Origem de azeites
Classi�ca�c~ao

Mapeamento
M�edio BPE+KL

Reactividadede

liga�c~oes
Classi�ca�c~ao
Mapeamento

Pequeno KL+BPE

Classi�ca�c~ao de

reac�c~oes Classi�ca�c~ao M�edio KL

Separa�c~ao em HPLC Modela�c~ao Pequeno BPE

QSAR Modela�c~ao Pequeno BPE

QSAR
Classi�ca�c~ao
Modela�c~ao

M�edio KL+BPE

QSAR
Selec�c~ao de vari�aveis

Modela�c~ao
M�edio GA+CP

Substitui�c~ao electr�o�lica

arom�atica Modela�c~ao Pequeno BPE

Estudo de tin tas Modela�c~ao Pequeno BPE

Processosde controlo
Classi�ca�c~ao
Modela�c~ao

Pequeno BPE+CP+MW

Estrutura de prote��nas Classi�ca�c~ao Grande BPE+MW

Correla�c~ao espectro

de infravermelho-estrutura
Classi�ca�c~ao
Mapeamento

Grande BPE+KL

Simula�c~ao de espectro de

infra-vermelho
Classi�ca�c~ao
Modelamento

Grande CP

Superf��ciesmoleculares Mapeamento Grande KL

Correla�c~ao espectro

de massa-estrutura Classi�ca�c~ao Grande BPE
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Algoritmo de Aprendizagem de Retro-Propaga� c~ao

Basicamente o procedimento de aprendizagemenvolve os seguintes passos:

? Introduzir um objecto (input) X (x1; x2; :::; xm )na rede

? \Rotular" os componentes x i do objecto de input X como out0i e adicionar uma
componente 1 para o bias. O vector de input �ca ent~ao Out0 (out01; out02; :::; out0m ; 1)

? Propagar Out l pelas camadasda rede, por estimativa consecutiva dos vectoresde
output Out l . Para tal, usa-seospesoswl

j i da camadal e o output outl � 1
i (da camada

anterior) que funciona comooutput da camadal

outlj = f

 mX

i =1

wl
j i outl � 1

i

!

ondef �ea fun�c~ao transfer̂enciaescolhida(na maior parte doscasos�ea fun�c~aosigm�oide)

? Calcular o factor de correc�c~ao para todosospesosna camadade output � last
j usando

o vector de output Out last e o vector alvo Y de acordocom a express~ao:

� last
j =

�
yj � outlast

j

�
outlast

j

�
1 � outlast

j

�

? Corrigir todosospesosda �ultima camada,pela express~ao:

� wlast
j i = � � last

j outlast � 1
i + � � wlast(pr evious )

j i

? Calcular, consecutivamente, camadaa camada,os factoresde correc�c~ao � l
j para as

camadasocultas desdel=�nal-1 a l=1

� l
j =

 rX

k=1

� l+1
k outl+1

j

!

outlj
�
1 � outlj

�

? Corrigir todosospesoswj i na camadal

� wl
j i = � � l

j outl � 1
i + � � wl (pr evious )

j i

Repetir o procedimento com um novo par input:alvo (O n�umero de dadosutilizados
para o treino da rededeve ser,no m��nimo, t~ao grandecomoo n�umero de pesos).

Antesdeseiniciar o treino, devemsercumpridastr êsetapas:escolhada arquitectura da
redeneuronal,gera�c~ao aleat�oria dospesosiniciais, selec�c~ao da velocidadede aprendizagem
e do momento da rede.
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A an�alisepor regress~ao log��stica, LoRA, estendeast�ecnicasde regress~ao linear m�ultipla
a situa�c~oesondea resposta a dar �e categ�orica. Estassitua�c~oess~ao muito comuns, sendoo
casoda reactividadede liga�c~oesum doscasosondepode ser aplicadoestem�etodo.

O modelo para a an�alise por regress~ao log��stica assumeque a vari�avel de resposta Y
�e categ�orica. Contudo, o LoRA n~ao modela esta a vari�avel de resposta directamente.
Este m�etodo baseia-senas probabilidadesassociadascom os valoresY. A propor�c~ao da
popula�c~ao doscasospara que Y = 1, liga�c~ao reactiva, �e de�nida como:

� = P(Y = 1) (D.1)

e a propor�c~ao te�orica, doscasospara Y = 0; �e:

1 � � = P(Y = 0): (D.2)

Na auŝencia de outra informa�c~ao, � deve ser estimadopela amostra de propor�c~ao de
casospara Y = 1. Contudo, no contexto da regress~ao assume-seque existe um conjunto
de vari�aveis preditoras (X = x1; x2; :::; xp), nestecasos~ao os parâmetros f��sico-qu��micos,
que serelacionamcom Y e que d~ao a informa�c~ao necess�aria para fazer a suaprevis~ao.

Sendoassim,a probabilidadeda liga�c~ao ser reactiva passaa ser:

�( X ) = P(Y = 1 j x1; x2; :::; xp) (D.3)

e a probabilidadeda liga�c~ao n~ao ser reactiva ser�a:

1 � �( X ) = P(Y = 0 j x1; x2; :::; xp) (D.4)

A express~ao para o c�alculo da reactividadeser�a:

ln

"
P (Y = 1 j x1; x2; :::; xp)

1 � P (Y = 1 j x1; x2; :::; xp)

#

= ln

"
� (X )

1 � � (X )

#

= � 0 + � 1x1 + :::+ � pxp = � 0 +
pX

j =1

� j x j

(D.5)
Note-sequenestemodelo � �e uma probabilidadecondicionalcomomostra a express~ao

D.3, ou seja,a reactividadedependeda combina�c~ao de valoresdasvari�aveispreditoras. A
express~ao D.5 pode serescrita da seguinte forma:

P (Y = 1 j x1; x2; :::; xp) =
exp

 

� 0+

pX

j =1

� x j

!

1 + exp

 

� 0+

pX

j =1

� x j

! =
1

1 + exp
�

 

� 0+

pX

j =1

� x j

! (D.6)

Os parâmetros que têm de ser quanti�cados s~ao a constante � 0 e os coe�cientes de
regress~ao log��stica � j : Devido �a naturezado modelo a estima�c~ao �e baseadano principio da
probabilidade m�axima. Constr�oi-sea fun�c~ao de semelhan�ca que expressaa probabilidade
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dos dadosobservadosem fun�c~ao dos parâmetrosdesconhecidos.Depois ser~ao obtidos os
estimadoresde semelhan�ca dessesparâmetrosquemaximizama fun�c~ao de semelhan�ca. No
processos~ao escolhidosos estimadoresque fazem a previs~ao mais pr�oxima da realidade.
Para um conjunto de dados (X i ; yi );onde X i �e o vector de vari�aveis preditoras para o
objecto i , a contribui�c~ao para a fun�c~ao de semelhan�ca �e �( X i ), ondeyi = 1 e 1 � �( X i ),
ondeyi = 0. A equa�c~ao seguinte fornecea contribui�c~ao para a fun�c~ao de semelhan�ca para
a observa�c~ao (X i ; yi ):

� (X i ) = �( X i )yi
h
1 � �( X i )1� yi

i
(D.7)

Esta equa�c~ao �e apenaspara um �unico conjunto de observa�c~oes. As observa�c~oess~ao
assumidascomo sendoindependentes umas das outras. Sendoassim,pode-semultiplicar
as suascontribui�c~oespara obter a fun�c~ao de semelhan�ca. O resultado�e dado por:

l (B ) =
nY

i =1

� (X i ) (D.8)

ondeB �e o conjunto de parâmetros� 0; � 1; :::; � j e l(B) �e a fun�c~ao de semelhan�ca de B.
A estimativa por probabilidadem�axima pode ser obtida calculandoB de forma a ma-

ximizar l(B ): Contudo, para simpli�car vai seraplicadologaritmos �a express~ao D.8, depois
de encontrar o valor de B que maximiza a fun�c~ao de semelhan�ca, obtendo-sea seguinte
express~ao:

L(B) = ln [l(B )] =
nX

i =1

yi ln [�( X i )] + (1 � yi ) ln [1 � �( x i )] (D.9)

Para determinar o valor de B que maximiza L(B) faz-sea derivada relativamente a
� 0; � 1; :::; � j e igualam-seas derivadasresultantes a zero. As express~oesobtidas v~ao ser
da forma:

nX

i =1

[yi � �( X i )] = 0 (D.10)

para � 0 e
nX

i =1

x ik [yi � �( X i )] = 0 paraK = 1; 2; :::; j (D.11)

para as vari�aveispreditoras � 1; � 2; :::; � j .
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O PETRA �e um programaque cont�em v�arios m�etodos implementados, todosde natu-
reza emp��rica, que têm sido desenvolvidos ao longo dos anosno grupo de investiga�c~ao de
J. Gasteiger,para o c�alculo de propriedadesf��sico-qu��micasem mol�eculasorgânicas[62].

Mostra-seem seguidacomoos parâmetrosf��sico-qu��micoss~ao calculados.

Energia de Disso cia�c~ao da Liga�c~ao, BDE

A energiade dissocia�c~ao da liga�c~ao �e a energianecess�aria para a quebrada liga�c~ao em
dois radicais (processohomol��tico).

A � B ! A : + B : (E.1)

Esta energiapode ser calculadaa partir das entalpias de forma�c~ao da mol�ecula e dos
dois radicais formadospela quebrada liga�c~ao.

BDE(A � B) = � H 0
f (A :) + � H 0

f (B :) � � H 0
f (A � B) (E.2)

As entalpias de forma�c~ao da mol�ecula neutra e dos dois radicais s~ao calculadaspelo
m�etodo descrito de seguida.

Exemplo: C�alculo da energiade dissocia�c~ao de uma liga�c~ao de um �eter no metil�eter:

BDE = (((142; 2+ (� 21; 0)) � (� 215; 4))kJ=mol = 336; 6kJ=mol

A energiade dissocia�c~ao da liga�c~ao �e um factor fundamental para a in
u ênciana reac-
tividade qu��mica [62,66]. No entanto a sua determina�c~ao necessitade um c�alculo pr�evio
dasentalpias de forma�c~ao.

A entalpia de forma�c~ao (� H 0
f ) �e estimadaa partir das contribui�c~oesaditivas das su-

bestruturas de uma mol�ecula. As subestruturas, e os valoresda sua contribui�c~ao para a
entalpia de forma�c~ao, est~ao guardadosnuma basede dadosno programa. A precis~ao de
um sistemaaditivo, para estimar propriedadesmoleculares,�e fortemente dependente do
n�umerode parâmetrosseleccionados,ou seja,do tamanho m�aximo dassubestruturas con-
sideradaspara a aproxima�c~ao. Com o aumento do n�umero de parâmetros,a precis~ao para
reproduzir valoresexperimentais aumenta. Contudo, a capacidadede previs~ao diminui se
assubestruturas estiverempresentes em estruturas compropriedadesquen~ao foram ainda
parametrizadas[61,62]. �E escolhidoum esquemaquetrabalha comsubestruturascomdois,
tr êse quatro �atomosque cobrema interac�c~ao de �atomossobreuma, duasou tr êsliga�c~oes
(interac�c~oes1,2-; 1,3- e 1,4-)
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Figura E.1: Gera�c~ao da basede dados[62].

C C C

H

H

H

HH

H

H O

H

Subestruturas
N �umero de
ocorr ências

Con tribui� c~ao
em kJ/mol

C-H 7 415,97
C-C 2 332,82
O-H 1 463,48
O-C 1 326,22

C-C-C 1 9,69
O-C-C 2 23,53

O-C-(-C)-C 1 -6,28

P
(energia dacontribuiaodetodasassubestrutur as) = 4417; 63kJ=mol

P
(energia deatomizaaodoselementos) = 4146; 10kJ=mol

� H 0
f = (4146; 10� 4417; 63)kJ=mol = � 271; 53kJ=mol

Figura E.2: C�alculo da entalpia de forma�c~ao do 2-propanol [62].

Para manter o n�umero de parâmetros em limites razo�aveis, as subestruturas para as
interac�c~oes 1,4 (A � B � C � D) s~ao apenas consideradasquando a liga�c~ao central �e
uma liga�c~ao dupla (B = C). O valor da contribui�c~ao de uma subestrutura �e obtido
por an�aliseestat��stica (an�alisede regress~ao multi-linear, MLRA) de entalpias de forma�c~ao
experimentais [62]. Essesdadoss~ao guardadosnuma basede dadospodendo o esquema
ser reparametrizadoquandonovos dadosexperimentais s~ao adicionados(�gura E.1).

As interac�c~oes que envolvem �atomos de hidrog�enio s~ao consideradasapenaspara li-
ga�c~oes (A � H ) sendoconsideradaszero para subestruturas maiores. Estruturas como
pequenosan�eis e sistemasarom�aticos, in
uenciam bastante as entalpias de forma�c~ao e,
sendoassim, parâmetros adicionais como energiasde deslocaliza�c~ao arom�atica e outros
devem ser considerados.A �gura E.2 mostra como�e calculadaa entalpia de forma�c~ao da
2-propanona.
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Distribui� c~ao de carga �

A no�c~ao de cargasparciais nos �atomos de uma mol�ecula �e bastante usadapelosqu��-
micos. Contudo, recorde-se,que esteconceito �e re
exo da distribui�c~ao electr�onica numa
mol�ecula,n~aotendo fundamenta�c~aote�orica. Estemodelodeatribui�c~aodeuma distribui�c~ao
electr�onica n~ao uniforme nos �atomos individuais, conferindo-lhescargaparcial �e bastante
�util.

As cargasat�omicasparciaiss~ao calculadasa partir daselectronegatividadesorbitais. A
basedestaaproxima�c~ao �e o conceitode electronegatividade,� , de�nido por Mullik en como
a m�edia do potencial de ioniza�c~ao e da a�nidade electr�onica:

� = 0; 5(I P + EA) (E.3)

As v�arias orbitais de um �atomo s~ao consideradasseparadamente tendo, cada uma, o
seuvalor de electronegatividade,� i . A electronegatividade�e, assim,dependente do estado
de hibrida�c~ao do �atomo, n~ao sendoapenasdependente do tip o de orbital que est�a a ser
consideradamas tamb�em da sua ocupa�c~ao. Os valoresda electronegatividadepodem ser
obtidos a partir de dadosretirados da bibliogra�a [67{69]. Para o estadoneutro (n = 1)
e para o estadocom uma cargapositiva (n = 0) e negativa (n = 2). A ocupa�c~ao de uma
orbital pode serconsideradacomouma vari�avel cont��nua, ou seja, �e permitida uma gama
cont��nua de cargaparcial num �atomo. Com tr êsvalorespara a depend̂enciada electrone-
gatividade orbital na carga (n = 0; 1; 2 correspondente a q = +1; 0; � 1), um polin�omio
de segundograu pode serutilizado para mostrar a depend̂enciada electronegatividadede
uma orbital � iA , na cargaqA de um �atomo.

� iA = ai + bi qA + ci q2
A (E.4)

Os tr ês valores � +
i ; � 0

i ; � �
i permitem a determina�c~ao dos tr ês coe�cientes ai ; bi ; ci da

depend̂enciada electronegatividadeorbital na carga.
Na forma�c~aode uma liga�c~aoa densidadeelectr�onica�e transferida do �atomo menoselec-

tronegativo, A, para o �atomo mais electronegativo, B . Tal confereao �atomo A uma carga
positiva e um aumento da sua electronegatividadeenquanto que o �atomo B; inicialmente
com maior electronegatividade,adquire uma carganegativa. As electronegatividadesdos
�atomosqueformam uma liga�c~aotendema igualar-se,mas,issoocorreapenasparcialmente.
Transfer̂enciaelectr�onicacria um potencialelectrost�atico queactua contra ela pr�opria. Tal
constitui a esŝenciado m�etodo PEOE [43{45].

O algoritmo do m�etodo PEOE �e um procedimento iterativ o, podendoser apresentado
da seguinte forma (�gura E.3):

? Passo1: Para cada�atomo A e orbital i

� iA = ai + bi qA + ci q2
A (E.5)

? Passo2: Para cadaliga�c~ao A � B

� q
0 <n>
AB = (� +

iA )� 1(� iA � � iB ) � � n (E.6)
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Figura E.3: Procedimento iterativ o para o m�etodo PEOE [62].

� qAB = � qAB + � q<n>
AB (E.7)

? Passo3: Para todasas liga�c~oesa um �atomo

q<n>
A =

X
� q<n>

AB (E.8)

qA = qA + q<n>
A (E.9)

Se n < nmax ir para passo1

Onde� �eo factor deamortecimento, como valor 0,5en �ea itera�c~aocorrente. O m�etodo
PEOE permite o c�alculo de v�arios parâmetros sendoa diferen�ca de electronegatividade
entre os �atomosA e B de uma liga�c~ao, � � � , e a somadas cargasmudadasnas itera�c~oes,
Q� os que foram utilizados no trabalho. A quantidade de cargamudada ao longo de uma
liga�c~ao�e obtida comoum parâmetro adicionalquepodeserconsideradocomouma medida
da polaridadede uma liga�c~ao.

Distribui� c~ao de carga �

As cargasat�omicasparciais em sistemas� s~ao calculadasgerandotodasas estruturas
de ressonância poss��veis para o sistema[62]. Estas s~ao, ent~ao,\p esadas"tendo comobase
a electronegatividadeorbital � e considera�c~oesformais (PEPE). As v�arias estruturas de
ressonância s~ao geradasa partir dos �atomos aceitadorese doadoresde electr~oes. Um ou
mais\p esostopol�ogicos"s~ao atribu��dos �as v�arias estruturas de ressonância que dependem
dasmudan�casda estrutura de val̂enciada liga�c~ao e dascargasformais dos �atomosdases-
truturas de ressonância. Os\p esostopol�ogicos"foram optimizadosa partir deum conjunto
de dadosde desviosqu��micosde 13C de v�arias mol�eculascom sistemas�.

? Mudan�ca da carga: PesoTopol�ogico=1
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N

N

N N
C

N

N

? Separa�c~ao de carga: PesoTopol�ogico=0,5

Sea cargapositiva e negativa estiveremem �atomosadjacentes o factor topol�ogicotem
apenasum valor de 0,25

C
H

O

O H
C

H

O H

O H

? Recombina�c~ao de carga: PesoTopol�ogico=1,0

C
O

C
O

O factor pesotopol�ogicototal Wt �e constitu��do por tr êsfactores:

Wt = f Q f B f A (E.10)

onde f Q �e o factor para a separa�c~ao de carga, f B �e um factor a adicionar seo n�umero de
liga�c~oescovalentes diminuir e f A = 0; 3 seo sistemaarom�atico for destru��do.

No pr�oximo passoasestruturas de ressonâncias~ao pesadastendo comobasea conside-
ra�c~aoda suanaturezaelectr�onica. O pesoelectr�onico,We, decadaestrutura deressonância
�e calculadoa partir das electronegatividades�, � � ; e das in
u ênciaselectrost�aticas dos
�atomosvizinhos.

We = � � � + f e� qN (E.11)

Onde � � � �e a diferen�ca de electronegatividade� e o segundotermo representa a
repuls~ao electr�onica do �atomo vizinho. A electronegatividade� �e dependente do tip o de
�atomo, estadode hibrida�c~ao e carga� ; aplicando-sea seguinte equa�c~ao:

� � = a + cq� + cq2
� (E.12)

Usandoo produto do pesotopol�ogicoe electr�onicocalcula-seo valor quetraduz o efeito
de cadaestrutura de ressonânciano processodeequaliza�c~ao decarga. A carga�e movida ao
longodos�atomosdasv�arias estruturasde ressonância,alterandoa suaelectronegatividade
e, sendoassim,o processode\p esar"asestruturas e mudar a densidadeelectr�onica tem de
ser repetido em v�arios ciclos. O valor calculado�e a diferen�ca de carga � entre os �atomos
A e B.
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Tip o de Con tribui� c~ao Valor

Separa�c~ao de carga(R1) 0,5
Separa�c~ao de carga dos �atomos li-
gadosdirectamente. Diminui�c~ao do
n�umero de liga�c~oescovalentes (R2)

0,1625

Separa�c~ao de carga dos �atomos li-
gadosdirectamente. Diminui�c~ao do
n�umero de liga�c~oescovalentes (R3)

0.1625

Figura E.4: Exemplo da determina�c~ao dospesostopol�ogicos[62].

Cargas Totais

Os valoresdas cargastotais s~ao obtidos pela somados resultadosdas cargas� e � j�a
descritasanteriormente. O valor calculado�e a diferen�ca de cargatotal dos �atomosA e B,
� qtot ; que formam a liga�c~ao.

Efeito de ressonância

A estabiliza�c~aoda cargapositiva ou negativa obtida ap�osa quebrapolar deuma liga�c~ao
polar �e calculadaa partir dosvaloresde electronegatividadedoselectr~oes� e dosparesde
electr~oesisoladosdos �atomosque est~ao conjugadoscom os �atomosque recebem as cargas
[62]. A procura dos �atomos que conseguemestabilizar uma carga positiva ou negativa
n~ao come�ca nos �atomosda liga�c~ao que�e quebradamassim nos �atomosque têm potencial
para estabilizar cargaspor efeito de ressonância (�atomosfonte). Os �atomosdessaliga�c~oes
est~ao conjugadoscom os seguintes tip os de �atomos fonte: �atomos doadores(possuidor
de um par de electr~oeslivres), �atomos aceitadores(podem aceitar um par de electr~oes),
gruposalquilo em liga�c~oesm�ultiplas (efeito dehiperconjuga�c~ao), gruposalquilo em�atomos
doadores(efeito de hiperconjuga�c~ao).

A estabiliza�c~ao por ressonância �e uma propriedadede liga�c~ao desdeque a liga�c~ao que
�e quebradagerecargas.Existem dois sentidos para quebrar a liga�c~ao de uma forma polar,
sendoassim,cada liga�c~ao e estudadaduasvezes:

A � B ! B + + : A � (E.13)

A � B ! A+ + : B � (E.14)

Uma liga�c~ao �e caracterizadapelos��ndicesdosdois �atomosA e B. A conven�c~ao �e queo
primeiro �atomo obt�em a cargapositiva. �E calculadoum valor R� para a estabiliza�c~ao da
carganegativa e um valor R+ para a estabiliza�c~ao da cargapositiva.
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O valor da estabiliza�c~ao de uma carga negativa, R � ; �e obtido a partir de todos os
�atomosi , que est~ao em ressonância com o centro negativo.

R� (A � B) =
X

i

f n � � ;i (E.15)

O somat�orio percorretodosos�atomosi dasestruturasde ressonância. O factor f �e um
factor de\desvanecimento" que �e igual a 1 seas liga�c~oesintervenientes forem arom�aticas,
de outro modo �e igual a 0,67. A vari�avel n representa o n�umero de liga�c~oesentre o centro
negativo e o �atomo i , que pode �car com a carganegativa.

O valor para a estabiliza�c~ao da cargapositiva, R+ �e obtida pela seguinte express~ao:

R+ (A � B) =
c

X

i

f n � � ;i
(E.16)

Em rela�c~ao �a express~ao para R� h�a que referir a constante c que tem o valor de 26,63
eV, partindo do principio que a ressonância al��lica no cati~ao e no ani~ao �e assumidacomo
tendo o mesmoefeito estabilizador. O valor da estabiliza�c~ao por ressonância de uma carga
positiva emA e de uma carganegativa em B �e determinadopela somadasexpress~oesE.15
e E.16:

R� (A � B) = R+ (A � B) + R� (B � A) (E.17)

Efeito da Polarizabilidade

A polarizabilidade �e calculadaa partir de incrementos aditivos, t��picos de um �atomo
num estado de hibridiza�c~ao espec���co. Quando os valores para o efeito de polarizabili-
dade na estabiliza�c~ao de carga s~ao calculadosessesincrementos s~ao consideradosapenas
numa extens~ao que re
ecte o n�umero de liga�c~oesentre o �atomo consideradoe a cargaou
centro reaccional. A polarizabilidade da liga�c~ao, � b; �e calculadacomo o valor m�edio das
polarizabilidadesdosdois �atomosde uma liga�c~ao [62,70,71].
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Figura F.1: Conjunto teste da rede. As quebrasde liga�c~ao est~ao numeradasde 1 a 99, a
azul. Da 100 �a 182est~ao numeradasde 00 a 82, a verde,por falta de espa�co.
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Tabela F.1: Conjunto de Mol�eculasutilizadas para o teste da rede.

N �umero da mol �ecula Nome
I 1,3-ciclopentadieno
I I 2,5-pirolediona
I I I 4-amino-2,4-dimetil-2-pentanol
IV metilpropanoato
V ciclopenteno
VI 2,2,4,4-tetrametilciclobutanol
VI I - - -
VI I I 1-(1-iodo-1-metiletil)-ciclobutano
IX 5-hidroxi-5-metil-oxa-2-ciclopentanona
X 2,2,2-tricloro-1,1-etanodiol
XI 5-hidroxi-8-oxa-1,4,6-nonatrieno
XI I 1-cloro-2,2-dimetilpropano
XI I I dimetilalilamina
XIV 1-iodoetano
XV �agua
XVI 3-cloro-1-propeno
XVI I 3-hidroxibutanal
XVI I I 2,2-dimetil-1,1-propanodiol
XIX bromoetano
XX diclorometano
XXI ciclobutano
XXI I �acido butanoico
XXI I I acetona
XXIV acetalde��do
XXV 3-oxa-butanoato de etilo
XXVI ciclopropano
XXVI I nitrometano
XXVI I I �acido 2-oxaciclopentanoico
XXIX 1-(1-bromo-1-metiletil)-ciclopropano
XXX 10-Bromo-3,5,7-deca-trieno-2-tiol
XXXI 3-ciano-propil-fosfano
XXXI I anisole
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Tabela F.2: Reactividadesobtidas (RO) para o teste da rede treinada com o conjunto
escolhidode forma aleat�oria e valoresda bibliogra�a (RB).

Liga�c~ao RO RB

1 0.8 0
2 0.0 0
3 0.4 0
4 0.9 1
5 0.0 0
6 0.0 0
7 1.0 1
8 0.2 0
9 0.0 0
10 0.0 0
11 0.0 0
12 0.0 0
13 0.0 0
14 0.0 0
15 1.0 1
16 1.0 1
17 0.0 0
18 1.0 1
19 0.1 0
20 1.0 1
21 0.0 0
22 0.0 0
23 1.0 0
24 0.0 0
25 0.2 0
26 0.7 1
27 0.0 0
28 0.0 1
29 0.0 0
30 0.0 0
31 0.0 0
32 0.0 0
33 1.0 1
34 0.0 0
35 1.0 1
36 0.0 0
37 0.0 0
38 0.0 0

Liga�c~ao RO RB

39 0.0 0
40 0.0 0
41 0.0 0
42 1.0 1
43 0.0 0
44 0.0 0
45 0.5 1
46 0.8 1
47 1.0 1
48 1.0 1
49 0.0 0
50 1.0 1
51 0.2 0
52 0.1 0
53 0.0 0
54 0.9 1
55 0.0 0
56 0.0 0
57 0.8 1
58 1.0 1
59 0.0 0
60 0.4 0
61 0.0 0
62 0.0 0
63 1.0 1
64 0.0 0
65 0.4 1
66 0.0 0
67 0.4 0
68 0.0 0
69 0.0 0
70 0.0 0
71 0.0 0
72 1.0 1
73 0.0 0
74 0.4 0
75 0.0 0
76 0.0 0

Liga�c~ao RO RB

77 0.0 0
78 0.3 0
79 0.0 0
80 0.9 1
81 0.0 0
82 0.0 0
83 0.0 0
84 0.0 0
85 1.0 1
86 1.0 1
87 0.0 0
88 0.8 1
89 0.0 0
90 0.0 0
91 0.4 0
92 0.0 0
93 0.0 0
94 0.1 0
95 0.0 0
96 1.0 1
97 0.0 0
98 1.0 1
99 0.0 0
100 1.0 1
101 0.0 0
102 0.0 0
103 0.0 0
104 1.0 1
105 0.0 0
106 0.0 0
107 0.0 0
108 1.0 1
109 1.0 1
110 0.0 0
111 0.0 0
112 0.0 0
113 0.0 0
114 0.0 0
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Tabela F.3: Reactividadesobtidas (RO) para o teste da rede treinada com o conjunto
escolhidode forma aleat�oria e valoresda bibliogra�a (RB).

Liga�c~ao RO RB

115 0.1 0
116 1.0 1
117 0.0 0
118 0.0 0
119 1.0 1
120 1.0 1
121 0.0 0
122 0.6 1
123 0.0 0
124 0.6 1
125 0.0 0
126 0.0 0
127 0.1 0
128 1.0 1
129 0.0 0
130 1.0 1
131 0.0 0
132 1.0 1
133 0.0 0
134 0.0 0
135 0.0 0
136 0.0 0
137 1.0 1
138 0.0 0
139 0.0 0
140 0.0 0
141 0.0 0
142 0.0 0
143 0.0 1
144 1.0 1
145 1.0 1
146 0.0 0
147 1.0 1
148 0.0 0
149 0.0 0
150 0.5 1
151 0.2 0
152 1.0 1

Liga�c~ao RO RB

153 0.5 1
154 1.0 1
155 0.5 1
156 0 0
157 0 0
158 0 0
159 0 0
160 1.0 1
161 1.0 1
162 0.1 0
163 0.7 1
164 0.2 0
165 0.0 -
166 0.0 -
167 0.0 -
168 0.0 -
169 0.0 -
170 0.0 -
171 0.9 -
172 0.0 -
173 0.0 -
174 0.0 -
175 0.8 -
176 0.0 -
177 0.7 -
178 0.0 -
179 0.9 -
180 0.0 -
181 1.0 -
182 0.7 -



XXXIX

Tabela F.4: Reatividades obtidas (RO) para o teste da rede treinada com o conjunto
escolhidocom baseno desenhoda experîenciae valoresda bibliogra�a (RB).

Liga�c~ao RO RB

1 0.6 0
2 0.0 0
3 0.2 0
4 1.0 1
5 0.0 0
6 0.0 0
7 1.0 1
8 0.1 0
9 0.0 0
10 0.0 0
11 0.4 0
12 0.0 0
13 0.0 0
14 0.4 0
15 0.9 1
16 1.0 1
17 0.0 0
18 1.0 1
19 0.0 0
20 1.0 1
21 0.0 0
22 0.2 0
23 1.0 0
24 0.0 0
25 0.2 0
26 0.6 1
27 0.0 0
28 0.0 1
29 0.0 0
30 0.0 0
31 0.0 0
32 0.0 0
33 1.0 1
34 0.0 0
35 1.0 1
36 0.0 0
37 0.0 0
38 0.0 0

Liga�c~ao RO RB

39 0.0 0
40 0.0 0
41 0.0 0
42 1.0 1
43 0.0 0
44 0.0 0
45 0.7 1
46 0.6 1
47 1.0 1
48 1.0 1
49 0.0 0
50 1.0 1
51 0.1 0
52 0.3 0
53 0.0 0
54 1.0 1
55 0.0 0
56 0.0 0
57 1.0 1
58 1.0 1
59 0.0 0
60 0.4 0
61 0.0 0
62 0.0 0
63 1.0 1
64 0.0 0
65 0.9 1
66 0.0 0
67 0.2 0
68 0.0 0
69 0.0 0
70 0.0 0
71 0.0 0
72 1.0 1
73 0.0 0
74 0.1 0
75 0.0 0
76 0.0 0

Liga�c~ao RO RB

77 0.0 0
78 0.1 0
79 0.0 0
80 0.6 1
81 0.0 0
82 0.0 0
83 0.0 0
84 0.0 0
85 1.0 1
86 1.0 1
87 0.0 0
88 0.5 1
89 0.0 0
90 0.0 0
91 0.2 0
92 0.0 0
93 0.0 0
94 0.0 0
95 0.0 0
96 1.0 1
97 0.0 0
98 1.0 1
99 0.0 0
100 1.0 1
101 0.0 0
102 0.0 0
103 0.0 0
104 1.0 1
105 0.0 0
106 0.0 0
107 0.0 0
108 1.0 1
109 0.5 1
110 0.0 0
111 0.0 0
112 0.0 0
113 0.0 0
114 0.0 0
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Tabela F.5: Reatividades obtidas (RO) para o teste da rede treinada com o conjunto
escolhidocom baseno desenhoda experîenciae valoresda bibliogra�a (RB).

Liga�c~ao RO RB

115 0.0 0
116 1.0 1
117 0.0 0
118 0.0 0
119 1.0 1
120 0.6 1
121 0.0 0
122 0.6 1
123 0.0 0
124 0.6 1
125 0.0 0
126 0.0 0
127 0.1 0
128 1.0 1
129 0.0 0
130 0.9 1
131 0.0 0
132 1.0 1
133 0.0 0
134 0.0 0
135 0.0 0
136 0.0 0
137 1.0 1
138 0.0 0
139 0.0 0
140 0.0 0
141 0.0 0
142 0.0 0
143 0.0 1
144 1.0 1
145 1.0 1
146 0.0 0
147 1.0 1
148 0.0 0
149 0.0 0
150 0.9 1
151 0.3 0
152 0.8 1

Liga�c~ao RO RB

153 0.6 1
154 1.0 1
155 0.5 1
156 0.0 0
157 0.0 0
158 0.0 0
159 0.0 0
160 1.0 1
161 1.0 1
162 0.2 0
163 0.6 1
164 0.1 0
165 0.0 -
166 0.0 -
167 0.2 -
168 0.0 -
169 0.0 -
170 0.0 -
171 0.9 -
172 0.0 -
173 0.0 -
174 0.0 -
175 0.5 -
176 0.0 -
177 0.5 -
178 0.0 -
179 0.6 -
180 0.0 -
181 1.0 -
182 0.5 -
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